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Résumé
Ce papier traite de l’utilisation de la méthodologie LIMM-PCA, dérivée des méthodes

ASCA et de leur utilisation dans le secteur des données -omiques. Les données étant
caractérisées par un design exérimental souvent multifactoriel et par une grande quantité
de variables, ces méthodes alliant modélisation linéaire et réduction de dimension sont
populaires dans ce secteur d’activité.
Les concepts théoriques permettant la mise en oeuvre de ces méthodes y sont développés.
Le développement de la méthodologie y est finalement exposé et un exemple d’utilisation
est fourni dans le cadre d’un projet scientifique. Les résultats sont étoffés par l’analyse
d’une variable univariée permettant également de représenter le problème d’intérêt.
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Chapitre 1

Introduction

Dans le monde actuel, l’intérêt porté aux données et aux analyses statistiques qui
peuvent en être faites est devenu omniprésent. Que ce soit pour étudier le comportement
des consommateurs à travers des études de marché, pour étudier l’influence des réseaux
sociaux dans les élections politiques, ou encore pour étudier un phénomène scientifique
sur une période déterminée, les applications ne manquent pas.
Cette révolution liée aux données et leur usage touche la majeure partie des domaines pro-
fessionels, sociaux, scientifiques, politiques, démographiques... et des techniques d’analyses
spécifiques à chaque domaine d’application ont commencé à émerger.
Cette diversité dans les moyens d’analyse a mené à la création de champs d’expertise
propres à chaque utilisation qui peut être faite de ces données.

Le domaine d’intérêt qui sera traité dans ce mémoire est celui des sciences de la vie,
et plus particulièrement, le secteur lié aux données -omiques. Le terme -omique définit un
ensemble de technologies appliquées dans le domaine des sciences de la vie. Ces différentes
technologies permettent de générer des quantités massives de données à des niveaux biolo-
giques multiples. Il en découle que l’information extraite est généralement caractérisée par
de grandes tables de données avec un nombre important de variables, souvent hautement
corrélées entre elles, et généralement plus large que le nombre d’observations. [12]
Par ailleurs, dans la majorité de ces études, un design expérimental multifactoriel est
observé, à partir duquel le problème d’intérêt est souvent de mesurer l’impact de chaque
facteur sur le jeu de données multivariées. Ces facteurs peuvent être présents selon une
structure plus ou moins complexe, si bien qu’une modélisation particulière peut être re-
quise.
Les difficultés mentionnées ci-dessus ont motivé les méthodes qui sont présentées à travers
ce mémoire.

Premièrement, la haute dimensionalité des jeux de données, et la forte corrélation
entre les variables peuvent être adressées à l’aide de techniques de réduction de dimen-
sions telles que la PCA ou la PLSR, qui permettent de réduire la dimensionalité tout en
modélisant la relation entre les variables. Néanmoins, la PCA étant une technique non
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Introduction 2

supervisée, il n’est pas possible d’assurer que la variabilité extraite par cette méthode ne
soit pas issue d’une source de bruit.
La PLSR, quant à elle, est supervisée mais requiert un réglage des paramètres pour em-
pêcher le surajustement et est initiallement pensée pour le cas de design expérimentaux
relativement peu complexes.

Le besoin de développer des techniques plus développées s’est alors fait sentir, si bien
que les modèles ASCA sont apparus. Ceux-ci permettent de combiner une modélisation
multifactorielle sur base d’un modèle linéaire simple ou complexe, permettant de traiter
le design expérimental rencontré, à une étape de réduction de dimension.
Dès lors, plusieurs variantes de ces modèles ASCA sont apparues, tant la diversité de
designs multifactoriels et, en conséquence, de modèles linéaires applicables est grande.
Dans cette optique, une variante est plus particulièrement mise en avant dans ce mémoire,
le LIMM-PCA. [12]
Cette méthode combine une modélisation linéaire mixte à une réduction de dimension,
dont les différentes étapes sont expliquées en détail dans la section 2.6. Le fait d’utiliser
un modèle linéaire mixte dans l’étape de modélisation permet de prendre en compte des
designs expérimentaux aux structures plus complexes, et d’analyser des designs de don-
nées non balancés, ce que le plus général ASCA ne permet pas.

Ce mémoire tente de répondre aux questions suivantes à travers la définition et le
développement de différents concepts dans un premier temps, et par une analyse expéri-
mentale dans un second temps.
Le premier chapitre, plus théorique, s’intéresse à la question : "Comment la méthodologie
LIMM-PCA a-t-elle été développée ? Quels sont les concepts sur lesquels elle se base ?".
Ces questions permettent également de présenter la méthodologie utile à l’application de
tests d’inférence statistique sur les différents composants des modèles présentés.
Par la suite, l’analyse expérimentale d’un projet scientifique en cours de développement
est présentée et permet de rendre compte de la reproductibilité de la méthodologie LIMM-
PCA.
Cette analyse est étoffée par une comparaison des résultats obtenus avec ceux d’une mo-
délisation univariée sur base d’un marqueur calculé au sein du projet.
Les questions au centre de notre intérêt dans l’analyse expérimentale sont alors : "La mé-
thodologie LIMM-PCA est-elle applicable au projet considéré ? Quelle(s) adaptation(s)
faut-il en faire ?".
Sur base des résultats obtenus, des commentaires peuvent être émis d’une part quant à
la méthodologie, mais surtout quant à la réalisation du projet scientifique. Ces obser-
vations par rapport au projet s’articulent principalement sous la forme de détection de
valeurs aberrantes ainsi que d’analyse de la répétabilité et reproductibilité de la méthode
d’échantillonnage.



Chapitre 2

Contexte théorique

Ce chapitre a pour but d’expliquer les concepts théoriques qui sont utilisés tout au
long de l’analyse expérimentale. Certaines particularités du design de l’expérience étudiée
dans le prochain chapitre sont ainsi mises en avant afin de dresser une liste de ces concepts.

2.1 Introduction globale aux GLM
Dans le but d’expliquer les méthodes de modélisation plus complexes qui sont utilisées

dans le cas expérimental, il convient d’établir une base solide de concepts intermédiaires.
Le premier concept abordé est celui de la modélisation linéaire univariée et sa généralisa-
tion au sein de la famille des GLM (ou General Linear Models, Kim, 2006[8]), qui propose
une approche large permettant d’expliquer une réponse quantitative normale Y par une
série de facteurs quantitatifs ou qualitatifs.
Dans cette section, l’équation de ce modèle, une approche pour l’estimation des para-
mètres et des outils pour quantifier la qualité du modèle sont présentés.

2.1.1 Modélisation

Un GLM est construit par l’addition de différents effets F définis comme étant des
fonctions gf de facteurs f = 1, ..., F . Ainsi, les effets peuvent inclure un facteur, une
interaction entre plusieurs facteurs, un effet quadratique, etc.
L’équation du modèle univarié est généralement représentée comme ci-dessous :

yi = β0 + β1xi1 + β2xi2 + ...βp−1xi,(p−1) + εi,

où i dénote l’observation (i = 1, ..., n) et εi, les erreurs, sont assumées être indépendantes
l’une de l’autre et suivre une distribution normale de moyenne 0 et de variance σ2.
L’équation donnée plus haut peut aussi être réécrite sous forme matricielle :

y = Xβ + ε,

3



Contexte théorique 4

où y est le vecteur (n × 1) de toutes les réponses, X est la matrice (n × p) du mo-
dèle contenant les valeurs xij des variables Xj du modèle pour chaque observation i,
β′ = (β0, β1, β2, ...βp−1) est le vecteur (1 × p) de paramètres et ε est le vecteur (n × 1)
d’erreurs, qui est supposé suivre une distribution normale multivariée N(0, σ2In).

La définition de la matrice X est une étape importante dans l’estimation des para-
mètres du modèle. Dans ce but, cette matrice doit être non singulière, comme il le sera
expliqué dans la section suivante.
Il est à noter que pour un GLM contenant F effets, l’élaboration de cette matrice résulte
en une matrice organisée en F + 1 blocs, X = (1 | X1 | X2 | ... | XF ), un pour chaque
effet et l’intercept. Xf est de taille (n× pf ).
Chaque effet f composé d’un facteur ou d’une combinaison de facteurs quantitatifs corres-
pond à une colonne de la matrice (pf = 1). Quand le modèle inclut des facteurs catégoriels,
un facteur avec a niveaux sera codé par (a− 1) colonnes puisque le paramètre du dernier
niveau peut être retrouvé grâce aux paramètres des autres niveaux (pf dépendra alors du
nombre de niveaux des facteurs présents dans l’effet).
Il existe différentes manières de coder la matrice X, mais la plus intéressante est la sum-
to-zero coding ou deviation coding [4] où l’effet d’un facteur avec a niveaux est codé dans
X par des 0 et des 1 pour les (a − 1) premiers niveaux et par des -1 pour le dernier
niveau. Dans ce cadre, une interaction entre 2 facteurs avec a et b niveaux respectivement
sera représentée par (a− 1)× (b− 1) colonnes calculées par la combinaison des colonnes
correspondant aux effets de ces 2 facteurs.

2.1.2 Estimation des paramètres

Il s’agit à présent d’adapter le modèle aux données, ce qui se fait à travers l’estimation
des paramètres inconnus : le vecteur de coefficients β et la variance des erreurs σ2.
La meilleure manière d’estimer le vecteur des coefficients de régression est par le biais
de l’estimateur des moindres carrés ordinaires β̂ qui minimise la somme des carrés des
résidus SSE =

∑n
i=1 e

2
i =

∑n
i=1(yi − ŷi)

2 =
∑n

i=1(yi − β̂0 − β̂1xi1... − β̂p−1xi(p−1))
2. La

solution de cette minimisation est généralement présentée sous forme matricielle :

β̂ = (X ′X)−1X ′y.

C’est ici que la condition de non singularité de la matrice X introduite précédemment
prend tout son sens puisque cette propriété permet d’assurer l’inversion de la matrice
(X ′X).
Les valeurs prédites ou ajustées des réponses ŷ peuvent à présent s’écrire

ŷ = Xβ̂ = X(X ′X)−1X ′y,

ce qui permet également de déduire un estimateur sans biais de la variance des erreurs
comme étant :

S2 = σ̂2 =
1

n− p

n∑
i=1

(yi − ŷi)2 =
1

n− p
SSE = MSE.
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En effet, suite à l’estimation des p coefficients, n− p représente les degrés de liberté de la
variance non expliquée par le modèle, et donc contenue dans les résidus.

2.1.3 Significativité et qualité du modèle

Après avoir estimé les paramètres, il est à présent possible de procéder à de l’inférence
statistique sur base du modèle.
Le premier outil qui peut être utilisé dans ce cadre est le F-test global qui va pouvoir
comparer la significativité du modèle qui aura été adapté aux données (H1) avec un
modèle vide qui ne contient qu’un intercept (H0).
En d’autres termes, cela revient à tester l’hypothèse statistique :

H0 : βj = 0 pour j = 1, ...(p− 1), H1 : ∃j tel que βj 6= 0.

La statistique de test pour évaluer cette hypothèse se base sur la comparaison des sommes
des carrés des résidus des modèles issus des deux hypothèses (SSE0 sous l’hypothèse nulle
et SSE1 sous H1). Cette statistique prend la forme suivante :

Fobs =
(SSE0 − SSE1)/(p− 1)

SSE1/n− p
∼ F(p−1);(n−p) sous H0 , p-valeur = P (Fobs > F(p−1);(n−p))

et permet de mesurer si SSE0 est significativement plus grand que SSE1, ce qui serait une
indication que le modèle complet explique plus de variabilité de la réponse que le modèle
vide. Grâce à l’hypothèse de normalité des erreurs, il peut être montré que la statistique
suit une distribution de Fischer avec (p− 1) et (n− 1) degrés de liberté sous H0, rendant
possible le calcul d’une p-valeur pour le test.
Il est à savoir que ce test peut être généralisé à une comparaison de différents modèles
entre eux, à condition que le modèle sous H0 soit une restriction du modèle sous H1. Ce
qui permet de tester plus spécifiquement la significativité d’un seul effet, ou de tous les
effets liés à un certain niveau d’une variable catégorielle.

Le t-test, quant à lui, permet de tester la significativité d’un seul coefficient βj (à
la manière de la spécialisation du F-test évoquée ci-dessus) avec comme avantage de
permettre également le test d’hypothèses unilatérales et la construction d’intervales de
confiance pour les paramètres testés.
L’hypothèse peut être écrite telle que :

H0 : βj = βj0, H1 : βj 6= βj0,

où βj0 désigne une constante (0 si l’on veut tester la significativité du coefficient). La
forme de la statistique est la suivante :

tobs =
β̂j − βj0
s(β̂j)

où s(β̂j) = S
√

(X ′X)−1
(j+1)(j+1),
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et il peut être déduit de l’hypothèse de normalité des erreurs du modèle qu’elle suit une
loi de student avec (n− p) degrés de liberté.
Un intervalle de confiance décrivant un intervalle autour de β̂j ayant une probabilité (1−α)
de contenir la véritable valeur de βj peut être calculé :

β̂j ± tn−p;1−α/2s(β̂j)

où tn−p;1−α/2 est le quantile (1-α/2)% d’une distribution t avec (n − p) degrés de liberté
sous H0.

Finalement, afin de valider l’adéquation du modèle, le coefficient de détermination
ajusté R2

Adj = 1− SSE/(n−p)
SST/(n−1)

peut être calculé. Celui-ci quantifie la variabilité des données
expliquée par le modèle tout en pénalisant cette variabilité par le nombre de paramètres
présents dans le modèle, prévenant ainsi le surajustement.
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2.2 ANOVA
Une autre famille de modèles permet d’analyser une réponse étant fonction de mul-

tiples facteurs : l’ANOVA (Saccenti, 2018[14]).
L’analyse de variance base son approche statistique sur la décomposition de la variation
rencontrée dans une réponse quantitative en fonction de différents effets influencés exclu-
sivement par les facteurs catégoriels liés au design du problème expérimental étudié. Le
but de la méthode étant de quantifier l’importance et la significativité de ces effets, ainsi
que de tester si la variable réponse est significativement différente pour différents niveaux
d’un même facteur.
Dans sa forme générale, l’ANOVA permet de procéder à n’importe quelle analyse multi-
factorielle incluant des effets fixes ou aléatoires.

2.2.1 ANOVA à 2 facteurs fixes

Afin d’illustrer cette méthode statistique, le cas de l’ANOVA 2 est présenté ici.
Pour un design croisé de 2 facteurs A avec a niveaux et B avec b niveaux, et r réplicas
par niveau, le modèle ANOVA 2 s’écrit comme :

yijk = µ+ αi + βj + αβij + εijk ; i = 1, ..., a; j = 1, ..., b; k = 1, ..., r (2.2.1)

où yijk est la variable quantitative observée pour l’observation k du niveau i du facteur A
et niveau j du facteur B. La valeur moyenne des réponses est µ, αi est l’effet lié au niveau
i du facteur A, βj l’effet lié au niveau j du facteur B, αβij l’effet de l’interaction entre les
deux. εijk est le terme d’erreur, à nouveau supposé suivre une loi N(0, σ2) et indépendant
des autres.
On peut associer au modèle l’équation d’analyse de variance définie en deux temps :

SST =
∑
ijk

(yijk − ȳ..)2 = SSM + SSE =
∑
ijk

(ȳij − ȳ..)2 +
∑
ijk

(yijk − ȳij)2 (2.2.2)

où SST désigne la somme des carrés totaux, SSM la somme des carrés liés au modèle et
SSE la somme des carrés des erreurs. ȳ.. étant la moyenne globale des données et ȳij la
moyenne des données pour le niveau des 2 facteurs fixés sur i et j.
Dans la cas d’un design expérimental balancé (chaque combinaison de niveaux des facteurs
contient le même nombre d’observations r), le premier membre de cette équation peut être
encore décomposé en parties de variation expliquée par chaque effet du modèle :

SSM = SSA+ SSB + SSAB =
∑
ijk

(ȳi.− ȳ..)2 +
∑
ijk

(ȳ.j − ȳ..)2 +
∑
ijk

(ȳij − ȳi.− ȳ.j + ȳ..)
2

(2.2.3)
où ȳi. (resp. ȳ.j) est la moyenne des réponses pour le niveau i (resp. j) du facteur A (resp.
B).
De cette décomposition, il est possible de calculer les degrés de liberté de chaque SS ainsi
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que leurs carrés moyens MS = SS
dl
.

Grâce aux valeurs attendues de ces carrés moyens (les Expected Mean Squares), il
est possible de tester la significativité de chaque effet contenu dans le modèle. Leurs
expressions sont présentées dans la première colonne de la table 2.2.1. Sur base de ces
formules, il peut être déduit que MSE est un estimateur sans biais de la variance σ2. De
la même manière, les autresMS sont considérés comme des estimateurs des combinaisons
de paramètres qu’ils représentent.
Pour tester la significativité de l’effet lié au facteur A, l’hypothèse suivante est testée :

H0 : α1 = α2 = ... = αa = 0 contre H1 : au moins un αj 6= 0.

De la table 2.2.1 il peut être remarqué que sous H0, E(MSA) = E(MSE), ce qui entraine
que le ratio MSA/MSE devrait être proche de 1. Dans le cas contraire, E(MSA) serait
plus grand que E(MSE) et le ratio serait alors supérieur à 1.
La statistique pour le test concernant l’effet f peut alors s’écrire : Fobs =

MSf

MSE
et l’hypo-

thèse nulle est rejetée dans le cas où la p − valeur = P (Fobs < Fdff ,dfE) est assez faible.

Table 2.2.1: E(MS) pour les modèles ANOVA 2 fixe, aléatoire et mixte (données
balancées).[12]

Effet Modèle fixe Modèle aléatoire Modèle mixte (A fixe, B aléatoire)
E(MSA) σ2 + nb

∑
α2

i

(a−1) σ2 + nbσ2
A + rσ2

AB σ2 + nb
∑
α2

i

(a−1) + rσ2
AB

E(MSB) σ2 + na
∑
β2
i

(b−1) σ2 + naσ2
B + rσ2

AB σ2 + naσ2
B

E(MSAB) σ2 + r
∑∑

αβ2
ij

(a−1)(b−1) σ2 + rσ2
AB σ2 + rσ2

AB

E(MSE) σ2 σ2 σ2

2.2.2 Modèles ANOVA avec facteurs aléatoires

Les analyses présentées ne concernent jusqu’alors que le cas où tous les facteurs consi-
dérés sont fixes. Voici un aperçu des modifications à apporter aux différentes définitions et
hypothèses émises plus tôt lorsqu’au moins un des facteurs est aléatoire. Ce cas de figure
permet en effet une première nouveauté par rapport au GLM.
Dans le cadre d’un modèle aléatoire (tous les facteurs sont aléatoires) ou d’un modèle
mixte (facteur B aléatoire, A fixe), les valeurs βj ne sont plus interprétées comme des
variations de la moyenne de la réponse lorsque le niveau j du facteur B change, mais plu-
tôt comme des réalisations d’une variable aléatoire, N(0, σ2

B), représentant la variabilité
entre les niveaux du facteur. Les βj sont alors considérés comme indépendants les uns des
autres.
Dans la démarche de l’ANOVA, seul le calcul des E(MS) change (table 2.2.1), et avec lui
l’écriture des tests d’hypothèse basés sur le ratio des carrés moyens.
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En effet, il peut à présent être remarqué que le MS à considérer au dénominateur pour
garantir que le ratio soit égal à 1 sous H0 n’est plus le MSE, mais plutôt le MSAB dans
le cas du test sur l’effet A. Ce test correspond à l’hypothèse selon laquelle le facteur A
n’a pas d’effet sur la réponse, ce qui se traduit par σ2

a = 0 lorsque le modèle est aléatoire
ou αi = 0 lorsque le modèle est mixte (A est fixe).

2.2.3 Lien ANOVA-GLM

Il peut être prouvé (Govaerts, 2020[4]) qu’un modèle ANOVA à effets fixes peut être
converti en un GLM qui a pour avantage de permettre d’analyser le cas de designs expé-
rimentaux non balancés.
La décomposition des sommes des carrés peut être utilisée pour tester la significativité
des effets à l’aide du F-test présenté en 2.1.3, en utilisant un modèle complet sous H1 et
le modèle sans l’effet à tester sous H0.

2.2.4 Estimation des composantes de variance

Grâce aux notions d’EMS, il est également possible d’obtenir des estimateurs des
composantes de variance des différents effets.
En effet, comme illustré dans la table 2.2.1, les Expected Mean Squares sont exprimés
en fonction des composantes de variance des effets qu’ils décrivent. Il est donc possible
d’exprimer les σ2 en fonction des EMS qui peuvent être estimés par les MS auxquels ils
se rapportent.
Ainsi, dans le cas d’un modèle ANOVA à 2 facteurs aléatoires, avec données balancées,
les estimateurs suivant peuvent être trouvés :

σ̂2
A = (MSA−MSAB)/rb, σ̂2

B = (MSB −MSAB)/ra,

σ̂2
AB = (MSAB −MSE)/r, σ̂2 = MSE.

Ces estimateurs ont pour avantages d’être sans biais, d’être équivalents aux estimateurs
qui seraient obtenus par maximum de vraisemblance restreint et d’avoir une forme ana-
lytique bien définie.

2.2.5 Focus sur les modèles emboités

Il est également possible, suivant les besoins du design de l’expérience menée, d’im-
briquer un facteur B dans un facteur A lorsque les effets des niveaux du facteur fils (B)
sont différents pour différentes valeurs du facteur parent (A). Le modèle d’ANOVA 2 et
la décomposition de sa variance s’écrivent alors :

yijk = µ+ αi + βj(i) + εijk et SST = SSA+ SSB(A) + SSE

où βj(i) est l’effet du niveau j de B lorsque le niveau de A est fixé sur i et SSB(A) =
r
∑

i

∑
j(ȳij − ȳi.)

2 représente simplement la somme sur les niveaux possibles de A des
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sommes des carrés pour le facteur B lorsque le niveau de A est fixé.
Les degrès de liberté ne changent que pour SSB(A), qui devient dl = a(b − 1) et qui va
influencer la valeur de MSB(A) et donc les tests d’hypothèses liés.

Table 2.2.2: E(MS) pour les modèles emboités d’ANOVA 2 fixe, aléatoire et mixte
(données balancées).[9]

Effet Modèle fixe Modèle aléatoire Modèle mixte (A fixe, B aléatoire)
E(MSA) σ2 + rb

∑
α2

i

(a−1) σ2 + rbσ2
A + rσ2

B σ2 + rb
∑
α2

i

(a−1) + rσ2
B

E(MSB(A)) σ2 + r
∑∑

β2
j(i)

a(b−1) σ2 + rσ2
B σ2 + rσ2

B

E(MSE) σ2 σ2 σ2

De la même manière que présenté dans la section précédente, des estimateurs des compo-
santes de variances sont trouvés à partir des EMS présentés dans cette table.
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2.3 Modèles linéaires mixtes
La famille des modèles linéaires mixtes (LMM) permet une plus grande généralisation

des modèles contenant des facteurs aléatoires ou fixes, avec un design d’expérience qui
soit balancé ou non, et permettant de modéliser des structures plus complexes dans les
données.
Les avantages de ce genre de modèles sont : qu’ils permettent des inférences plus précises
en prenant en compte la structure plus complexe des observations ; qu’ils permettent de
comparer les différentes sources de variations aléatoires entre elles.

2.3.1 Equation du modèle

La notation matricielle du modèle linéaire mixte a la forme :

y = Xθ +Zγ + ε (2.3.1)

où Z est la matrice de taille (n× q) pour les effets aléatoires et γ est le vecteur de taille
(q × 1) des variables aléatoires liées aux effets aléatoires du modèle.
Le premier terme de l’équation correspond tout simplement au premier terme d’un GLM
tel qu’expliqué dans la section 2.1.1.
Pour le deuxième terme, la matrice Z est construite sur la base du même principe que
l’était la matrice X, c’est à dire comme une association de blocs correspondant aux R
effets aléatoires, Z = (Z1 | Z2 | ... | ZR).
Les hypothèses pour le terme aléatoire du modèle sont γ ∼ N(0,G) et ε ∼ N(0,Σ), où G
et Σ sont, respectivement, les matrices de variance-covariance de taille (q × q) et (n× n)
de γ et ε.
Il est aussi supposé qu’il n’y a pas de covariance entre chaque paire d’effets aléatoires, tel
que les matrices de variance peuvent être simplifiées en G = {σ2

rIqr}Rr=1 et Σ = σ2In.

Cette simplification des matrices de variance permet de proposer une écriture dite
marginale du modèle :

y ∼N(Xθ,V ),

V = var(y) = var(Xθ+Zγ+ε) = Zvar(γ)Z ′+var(ε) = ZGZ ′+Σ =
R∑
r=1

σ2
rZrZ

′
r+σ

2In,

où V est la matrice de variance covariance marginale des réponses du modèle.

2.3.2 Estimation en LMM

L’adaptation du modèle aux données peut être séparée en trois étapes différentes :
estimer les paramètres des effets fixes θ par maximum de vraisemblance (ML), estimer
les paramètres de variance et prédire les effets aléatoires.
Pour pouvoir estimer les paramètres θ des effets fixes par ML, il faut connaître V , ce qui
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n’est, en pratique, pas le cas.
La littérature suggère ainsi de (1) estimer les paramètres de variance par REML (Restric-
ted Maximum likelihood) en considérant les effets fixes comme des constantes avant de (2)
estimer les effets fixes par ML en utilisant les estimateurs obtenus en (1). Après cela, les
effets aléatoires peuvent être prédits.
La fonction de log-vraisemblance pour le modèle linéaire mixte basé sur la distribution
normale mutlivariée des réponses prend la forme suivante :

l = log(L) = C − 1

2
[log|V |+ (y −Xθ)′V −1(y −Xθ)], (2.3.2)

où C est une constante.
La première étape décrite plus haut pour estimer V par REML ne possède pas de so-
lution analytique facilement obtenable, si bien qu’un algorithme itératif doit être uti-
lisé. Plusieurs choix d’algorithmes sont possibles, dont l’expectation maximization (EM)
de Dempster (1977)[2] et l’algorithme de Newton-Raphson décrit dans Willis (2020)[20].
Ceux-ci ne seront pas développés dans le cadre de ce mémoire.
En dérivant 2.3.2 par rapport à θ et en utilisant l’estimateur V̂ calculé précédemment :

θ̂ = (X ′V̂ −1X)−1X ′V̂ −1y. (2.3.3)

θ̂ sont les Empirical Best Linear Unbiased Estimator (EBLUE) des effets fixes, le terme
empirical voulant exprimer que l’estimateur se base sur une valeur qui est inconnue et
qui a été estimée (V̂ ).
En assumant que y et γ suivent une distribution normale jointe, les prédicteurs de ML
des effets aléatoires peuvent être estimés :

γ̂ = (Z ′Σ−1Z +G−1)−1Z ′Σ−1(y −Xθ) = GZ ′V −1(y −Xθ). (2.3.4)

Ces prédicteurs deviennent les EBLUP lorsque les matrices G, θ, V et Σ sont remplacées
par leurs estimateurs.
Finalement, les estimateurs des erreurs conditionnelles, ou résidus conditionnels sont sim-
plement e = y −Xθ̂ −Zγ̂.

2.3.3 Inférence et significativité des effets

Pour procéder à de l’inférence statistique dans le cadre des modèles mixtes, des adap-
tations du test F global et du test t développés dans le GLM sont proposées dans la
littérature.
Par exemple, la statistique F liée au test de la significativité d’un effet fixe f peut s’écrire :

θ̂′L′f(Lf(X ′V̂ −1X)−1L′f)−1Lf θ̂/pf

où Lf est la matrice de contraste permettant de sélectionner les effets dans θ̂ liés à l’effet
f et pf le nombre de paramètres contenu dedans.
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Cette statistique suit asymptotiquement une distribution de Fischer à pf et d degrés de
liberté. Des solutions sont proposées par Satterthwaite (1946)[15] et Kenward (1997)[7]
pour calculer le nombre de degrés de liberté d liés au dénominateur Lf(X ′V̂ −1X)−1L′f
tout en prenant en compte les nombreuses sources de variation du modèle.
Le test t prend la même forme que discutée pour le GLM, si ce n’est que les erreurs des
paramètres sont calculées sur base de formules asymptotiques et que les degrés de liberté
sont calculés de la même manière que pour le test F.

D’autre part, le test du rapport de vraisemblance est une autre solution pour effectuer
des tests d’hypothèses dans un modèle mixte, avec comme avantage d’être applicable à
tous les effets du modèle.
Il peut être vu comme un moyen de comparer 2 modèles emboîtés entre eux sur base de
la statistique LLR : 2(ln(LH1) − ln(LH0)), où l’effet à tester est inclus dans H1 mais pas
dans H0 et les LH1 et LH0 sont les valeurs de la vraisemblance associée.
Pour les effets fixes, les estimateurs par ML peuvent être utilisés pour représenter ces
valeurs, et la statistique LLR suit alors asymptotiquement, sous H0, une distribution χ2

q

où q est la différence entre le nombre de paramètres des 2 modèles.
Pour les effets aléatoires, les estimateurs par REML sont considérés et H0 est alors à la
frontière de l’espace des paramètres, et la théorie asymptotique n’est plus utilisable. Une
solution pour pallier à ce problème est de considérer que la statistique suit une mixture de
distribution χ2 : 0.5χ2

0 + 0.5χ2
1 dans le cas d’un seul effet aléatoire. Une autre solution est

d’échantilloner la distribution statistique du LLR à l’aide d’un bootstrap paramétrique.
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2.4 Méthodes ASCA
Les modèles présentés jusqu’à maintenant ont en commun leur difficulté de générali-

sation dans le cadre de données multivariées contenant énormément de variables. On fait
souvent référence à ce genre de jeu de données par le terme -omique. Les données -omiques
sont des données issues généralement du domaine des sciences de la vie, et contiennent
peu d’observations pour une grande quantité de variables.
Dans ce contexte, le domaine des méthodes ASCA fournit une combinaison entre la mo-
délisation multivariée et la réduction de dimension utilisée pour diminuer le nombre de
variables considérées. [16]
Le fonctionnement de ces méthodes s’appuye sur des notions en terme de réduction de
dimension et décomposition de matrices par PCA (Principal Component Analysis) ou
SCA (Simultaneous Component Analysis).
Dans cette section, les principes derrière ce champ de méthodes sont présentés et un lien
avec les modèles définis dans les sections précédentes est introduit.

2.4.1 PCA et SCA

L’information contenue dans une matrice de données Y (n×m) contenant n mesures
de m variables peut être approximée par un modèle PCA :

Y = TP ′ +R,

où T est la matrice (n × m∗) des scores des composantes, P la matrice (m × m∗) des
loadings et R la matrice des résidus. Ce modèle a pour but de projeter l’information
contenue dans Y sur un nombre restreint de composantes, ou dimensions, m∗.

Dans le cas où plusieurs matrices Yq contenant chacune nq échantillons pour les mêmes
l variables sont disponibles, la décomposition en un modèle de composantes peut se faire de
deux manières. Soit par l’ajustement d’un modèle PCA à chaque matrice Yq séparément,
ce qui n’est pas optimal puisque ce cadre ne permet pas de comparer les scores des
différents modèles entre eux.
Soit par l’ajustement d’un modèle en composantes simultané, appelé SCA par Jansen
(2005)[5], qui effectue la décomposition suivante :Y1

.
Yq

 =

T1

.
Tq

P ′ +
R1

.
Rq

 (2.4.1)

où la même matrice de loadings est utilisée, permettant ainsi les comparaisons entre ma-
trices de scores Tq.
Bien entendu, ces deux approches donnent le même résultat lorsque seule une des matrices
de données Yq est considérée. C’est pourquoi il ne sera considéré par la suite que ce cas
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précis, afin de se limiter à l’utilisation de la PCA.

Il est maintenant possible d’expliquer le principe derrière ASCA (ANOVA-Simultaneous
Component Analysis) et APCA (ANOVA-PCA) mêlant les concepts juste introduits et
l’ANOVA présentée dans la section 2.2.
Ces méthodes consistent en une généralisation de l’ANOVA pour les réponses multiva-
riées. Elles sont détaillées dans la section suivante à l’aide du modèle ANOVA 2 analysé
précédemment.

2.4.2 ASCA/APCA

Le cas d’une ANOVA 2 multivariée à effets fixes est donc considéré, où c’est à présent
une matrice Y (n ×m) de données qui est décomposée en matrices d’effets de la même
taille. Chaque colonne de Y est décomposée par ANOVA (à la manière univariée) et les
estimateurs par moindres carrés sont alors collectés pour obtenir les matrices d’effets :

Y = M0 +MA +MB +MAB +E. (2.4.2)

Le premier terme est la matrice d’effet global, contenant dans sesm colonnes les moyennes
ȳ...l pour chaque variable l = 1, ...,m. MA et MB sont les matrices d’effets purs qui
contiennent les moyennes arithmétiques ȳi..l − ȳ...l et ȳ.j.l − ȳ...l pour les différents niveaux
i et j des facteurs A et B. MAB représente l’interaction des deux effets et contient les
valeurs ȳij.l − ȳi..l − ȳ.j.l − ȳ...l. Enfin, E contient les résidus du modèle yijkl − ȳij.l.
Il est à noter que toutes les lignes relatives à un même niveau i (j) du facteur A (B) sont
égales dans les matrices d’effets MA (MB).
Dans le cadre d’ASCA, une PCA est ensuite appliquée à chaque matrice d’effet pour
obtenir la décomposition suivante :

Y = M0 + TAP
′
A + TBP

′
B + TABP

′
AB +E.

Chaque modèle d’effet est alors interprété sur base des scores et des loadings.
Dans APCA, la PCA n’est pas directement appliquée aux matrices d’effets purs mais aux
matrices d’effets augmentées des résidus (p. ex.MA +E). Les graphes de scores obtenus
par APCA montrent ainsi les groupes d’observations grâce aux variations contenues dans
les résidus, là où ASCA ne présente que les moyennes des différents niveaux.
Il existe une variante d’ASCA permettant de représenter les variabilités individuelles des
observations dans le graphe des scores en calculant, comme pour ASCA, la matrice de
loadings Pf liée à l’effet f mais en calculant les scores grâce à la matrice d’effet augmen-
tée : TE

f = (Mf +E)Pf .
TE
f décrit la variation parmis les niveaux des facteurs dans les loadings du modèle PCA

pour Mf . Ces scores adaptés sont généralement appelés ASCA-E.

Il peut être prouvé que, quand le plan est balancé, toutes les matrices d’effets dans
2.4.2 sont orthogonales les unes des autres, ce qui permet de proposer la décomposition
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des sommes des carrés suivante :

‖Y ‖2 = ‖M0‖2 + ‖MA‖2 + ‖MB‖2 + ‖MAB‖2 + ‖E‖2,

où ‖Y ‖2 =
∑n

i=1

∑m
j=1 |yij|2 est le carré de la norme de Frobenius de la matrice Y .

Le pourcentage de variance de Y expliqué par chaque effetMf du modèle est alors obtenu
par %V arf =

‖Mf‖2
‖Y ‖2−‖M0‖2 × 100 où f ∈ {A,B,AB,Error}.

Dans le cas de données non balancées, les matrices d’effets ne sont plus garanties ortho-
gonales, l’égalité présentée plus haut n’est plus valide et la somme des pourcentages de
variation n’est plus égale à 100%. Néanmoins, les normes de Frobenius peuvent toujours
êtres utilisées comme mesure de l’importance de chaque terme.

Il est possible de procéder à de l’inférence sur le modèle à l’aide de tests de permutation.
La méthode des tests de permutation consiste à simuler un nombre de permutations Nu à
effectuer sur la matrice Y . Ensuite, pour la matrice initiale et chaque matrice liée à une
permutation, la statistique SSuf (Tg) liée à l’effet à tester f est calculée. SSuf (Tg) est le
carré de la norme de Frobenius de la matrice de score Tg (dans le cadre de la permutation
u) liée à l’effet f pour les g premières composantes. La p-valeur liée au test est calculée
comme suit (Zwanenburg, 2011)[22] :

P − valeur =
#{SSuf (Tg) > SSf (Tg), u = 1, ..., Nu}

Nu

.

2.4.3 GLM et méthodes ASCA+

La section précédente a permis de mettre le doigt sur un désavantage des méthodes
ASCA : l’incapacité de s’adapter au design de données non balancées. Une solution peut
être apportée à travers l’utilisation d’un GLM plutôt qu’une ANOVA (pour rappel, 2.2.3).
Un tel GLM pour une matrice Y (n×m) multivariée prendrait la forme suivante :

Y = XΘ +E,

où Θ est la matrice (p×m) des paramètres, E la matrice (n×m) d’erreurs et X est la
matrice du modèle telle qu’elle l’était présentée dans la section 2.1.1.
Pour rappel, dans un GLM, les paramètres sont estimés par OLS et l’estimateur de Θ
peut être écrit Θ̂ = (X ′X)−1X ′Y , qui est composé de F + 1 blocs Θ̂′ = (Θ̂′0|Θ̂′1|...|Θ̂′F ).
La décomposition de la réponse multivariée en matrices d’effets à l’aide du GLM est
appelée décomposition ASCA+ :

Ŷ = M̂0 + M̂A + M̂B + M̂AB + Ê,

où M̂f = (0|Xf |0)Θ̂ = XfΘ̂f et Ê = Y −XΘ̂.
Les estimateurs des matrices d’effets étant sans biais même dans le cas de données non
balancées.
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Les pourcentages de variations liées aux différents effets peuvent être calculés :

%V arf =
‖Ê/f‖2 − ‖Êfull‖2

‖Y −M0‖2
× 100,

où Ê/f est la matrice d’erreurs liée au modèle ne contenant pas l’effet d’intérêt f et Êfull

les erreurs du modèle complet. Le pourcentage de variation du terme d’erreur peut être
exprimé par %V are =

‖Êfull‖2
‖Y −M0‖2 × 100.

Cette approche ne permet généralement pas d’obtenir une somme des pourcentages de
variation qui soit égale à 100% quand les données sont non balancées mais elle permet de
représenter le plus exactement possible la différence de somme des carrés.
Pour évaluer la significativité d’un effet du modèle, la statistique suivante est utilisable :
Ff =

‖Ê/f‖2−‖Êfull‖2

|Êfull‖2
. Sur base de cette statistique, les tests de permutations définis à la

section précédente permettent d’obtenir une p-valeur pour le test.

Enfin, de manière analogue à l’ASCA, les matrices d’effets sont ensuite décomposées
par PCA et les scores et loadings peuvent être analysés.

2.4.4 Etendue du champ des méthodes ASCA

La méthodologie derrière les modèles ASCA, c’est-à-dire la décomposition d’une ma-
trice de réponses en matrices d’effets suivie d’une étape d’analyse multivariée ne se limite
pas aux quelques exemples présentés ci-dessus.

En effet, la littérature présente de nombreux outils d’analyse multivariée qui peuvent
substituer la PCA, tel que l’illustre la figure 2.4.1.
Seules les méthodes relatives à la PCA seront néanmoins utilisées par la suite, mais il est
utile de mentionner ces méthodes qui, souvent plus complexes, permettent des analyses
plus complètes et spécifiques mais souvent moins facilement interprétables.
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Figure 2.4.1: Aperçu de l’étendue du champ des méthodes ASCA, Govaerts (2020).[4]

2.5 MLSCA
D’autres méthodes, non reprises plus haut, proposent une approche différente aux mé-

thodes ASCA. C’est le cas du Multilevel Component Analysis (MLCA) que décrit Tim-
merman (2006)[18] et Ceulemans (2016)[1], qui propose une modélisation alternative dans
le cas particulier des données hiérarchiques, ou multiniveaux, qui sont caractérisées par
des modèles emboités. Jansen (2005)[5] considère ce MLCA comme étant une adaptation
de la méthodologie ASCA aux designs imbriqués.
Cependant, cette méthode vient avec son lot d’inconvénients. Par exemple, les propriétés
d’inférence restent encore des sujets de recherche, et aucune méthode optimale de boots-
trap n’a encore été développée. Ce sont pour ces raisons que ce modèle est ici uniquement
décrit de manière théorique, aucune application n’en sera faite dans l’analyse de cas du
chapitre suivant.

Cette méthode formule un modèle de composantes pour la matrice de données Y
consistant en la concaténation de I blocs de données Yi, (i = 1, ..., I) de Ki observations
et J variables chacun. Le terme blocs de données fait référence au deuxième niveau des
données et les observations au premier, les observations étant emboitées dans les blocs de
données.
Afin de faire un lien avec les méthodes décrites précédemment, les I blocs de données
peuvent être apparentés aux a niveaux du facteur A et les Ki observations contenues dans



Contexte théorique 19

ceux-ci aux b niveaux du facteur B dans A. Néanmois, par facilité, les notations issues de
Timmerman [18] sont utilisées dans les développements.
La matrice Y décrite plus haut peut être divisée en trois parties :

Y = Y offset + Y between + Y within

qui correspond à la décomposition du score yijki représenatant l’observation ki du bloc de
données i sur la variable j. Cette décomposition peut également être écrite comme :

yijki = yoffsetijki
+ ybetweenijki

+ ywithinijki
(2.5.1)

= ȳ.j. + (ȳij. − ȳ.j.) + (yijki − ȳij.), (2.5.2)

où ȳ.j. dénote la moyenne des réponses pour la variable j et ȳij. dénote la moyenne des
réponses pour la variable j au sein du bloc de données i.
La décomposition des sommes de carrés par variable j peut être faite sur base de ces
mêmes trois parties (équation 2.5.3), ce qui correspond en fait à la décomposition de la
somme des carrés qui est déjà connue dans une ANOVA à 1 facteur.

Ki∑
ki=1

I∑
i=1

(yijki)
2 =

I∑
i=1

Ki(ȳ.j.)
2 +

I∑
i=1

Ki(ȳij. − ȳ.j.)2 +

Ki∑
ki=1

I∑
i=1

(yijki − ȳij.)2 (2.5.3)

= SS(offset)j + SS(between)j + SS(within)j (2.5.4)

Le but de la modélisation étant de maximiser la somme des carrés expliquée par le modèle,
un sous-modèle peut être utilisé pour représenter chaque partie indépendamment.

2.5.1 Modélisation

Sous-modèle between
Ce modèle permet de capturer les différences entre les moyennes des variables des différents
blocs de données. Il consiste simplement en une PCA de la matrice Y between. Ainsi, chaque
bloc i de données between est approximée par :

Ŷ between
i = 1Ki

tbiP
b′,

où 1Ki
est un vecteur (Ki × 1) de 1, tbi est le vecteur (1×Qb) de scores between du bloc

de données i sur les Qb composantes retenues et P b est la matrice (J ×Qb) de loadings.
Il est requis que la moyenne globale des scores par composante soit égale à 0 :

∑I
i=1Kit

b
i =

0Qb
.

Sous-modèle within
Ce modèle permet de tenir compte de la structure de covariance entre les variables au
sein même d’un bloc de données. Plus spécifiquement, chaque Y within

i est approximé par :

Ŷ within
i = T w

i P
w
i
′,
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où T w
i et P w

i sont les matrices (Ki ×Qw) et (J ×Qw
i ) de scores et loadings.

La moyenne des scores par composante et par bloc de données doit être nulle 1′Ki
T w
i =

0′Qw .

En utilisant ces notions de sous-modèles, le modèle complet peut alors s’écrire :

Ŷi = 1Ki
m′ + 1Ki

tbiP
b′ + T w

i P
w
i
′ +Ei, (2.5.5)

où m est le vecteur (J × 1) contenant l’intercept pour les J variables.
Les deux contraintes posées sur les scores des parties between et within permettent d’as-
surer que les trois parties de l’équation soient distinctement séparées.

Néanmoins, l’approche présentée dans l’équation 2.5.5 peut présenter des difficultés
dans la pratique. En effet, le MLCA ne permet pas la comparaison des différents résultats
entre blocs de données car une matrice de loadings différente est trouvée pour chaque
i. Le même problème avait été présenté dans la comparaison entre PCA et SCA, et, en
s’inspirant justement de SCA, une adaptation du MLCA est envisagée : le MLSCA.
Dans cette variation, les matrices de loadings pour la partie within sont supposées être
égales pour les différents blocs de données. La matrice de loadings commune est alors
P w(J ×Qw).

2.5.2 Ajustement d’un modèle MLCA

Dans cette section, l’adéquation du modèle aux données dans une MLCA est introduit.
Celle-ci se fait via l’estimation des scores et loadings présentés dans l’équation 2.5.5, en
satisfaisant les contraintes émises sur les matrices de scores et en minimisant la fonction
suivante :

l(m, tbi ,P
b,T w

i ,P
w
i ) =

I∑
i=1

‖(Yi − 1Ki
m′)− (1Ki

tbiP
b
i
′ + T w

i P
w
i
′)‖2

Il peut être prouvé (Timmerman 2006[18]) que les parties offset, within et between peuvent
être résolues séparément car elles sont mutuellement othogonales.
De cette manière, trois étapes de minimisation sont considérées.

Partie offset
La première fonction à minimiser est la suivante :

l1(m) = ‖(Y sup− 1Km
′)‖2,

où Y sup dénote les matrices Yi (i = 1, ..., I) superposées les unes sur les autres.
Cette fonction atteint son minimum lorsque m′ = 1

K
1KY sup. Le vecteur m, (J × 1),

contient alors les moyennes observées calculées sur l’ensemble des blocs et des observations.
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Partie between
La part de la fonction de perte liée à la variation inter-blocs peut être isolée par :

l2(Tsupb,P b) = ‖Y sup− TsupbP b′‖2,

sujette à la contrainte 1′KTsup
b = 0′Qb

, où Tsupb, (K × Qb), est la superposition des
1Ki
tbi et K =

∑
iKi.

Autrement dit, cette contrainte assure que la moyenne globale des scores par composante
soit nulle.
Le développement de cette minimisation, non développé ici, amène comme solution l’ap-
plication d’une décomposition en valeurs singulières (SVD) sur la matrice Y sup.

Partie within
Finalement, la dernière fonction à minimiser est :

l3(T w
i ,P

w
i ) =

I∑
i=1

‖Yi − T w
i P

w
i
′‖2,

sous la contrainte 1′Ki
T w
i = 0′Qw .

De nouveau, les paramètres de cette fonction sont obtenus à l’aide d’une SVD sur chaque
matrice Y within

i séparément (Timmerman, 2003)[19].
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2.6 LIMM-PCA
Il n’était considéré jusqu’à présent que le cas de modèles à effets fixes, pour lesquels

ASCA est un outil de modèlisation très performant. Pour permettre de modéliser des
effets aléatoires, le concept des modèles linéaires mixtes peut être utilisé dans l’étape de
décomposition de la matrice.
Dans ce cadre, la méthodologie LIMM-PCA proposée par Martin (2020)[12], mêlant
ASCA+ et LMM, est introduite pour permettre la modélisation de designs multivariés
plus complexes, comportant des effets fixes et aléatoires.
Son application peut être décomposée en différentes étapes telles que présentées dans la
figure 2.6.1, où les étapes coloriées en jaune représentent les ajouts ou modifications par
rapport à ASCA+.
Ces différentes étapes ajoutées sont décrites ci-dessous.

Figure 2.6.1: Décomposition du procédé derrière LIMM-PCA, Martin (2020).[12]

2.6.1 Orthogonalisation et réduction de dimension des réponses

Une étape additionnelle de pré traitement de la matrice Y est nécessaire afin de la
préparer à être décomposée à l’aide d’un LMM. En effet, comme présenté dans la section
2.3.1, l’indépendance des réponses permet la simplification des méthodes d’inférence.
Par l’application d’une PCA sur des réponses suivant une distribution normale multiva-
riée, un ensemble de variables indépendantes est créé. La normalité peut être assurée par
l’application d’une transformation de Box-Cox (racine carrée, logarithme) à la matrice.
Ensuite, une PCA est donc appliquée et peut être accompagnée d’une réduction de dimen-
sion, surtout dans la cas de données -omiques où le nombre d’observations est largement
inférieur au nombre de variables. Cela se traduit par l’expression :

Y = Y ∗Q∗′ +H∗,
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où Y ∗ est la matrice de données réduites de dimensions (n × m∗), Q∗ est la matrice
(m×m∗) des loadings et m∗ est le nombre de composantes principales gardées, qui doit
être élevé pour contenir suffisamment de variation expliquée des données.
Cet allègement de la matrice Y permet la simplification des différents calculs, tout en
conservant une partie suffisante de l’information présente initialement. Il est à noter que
cette transformation n’affectera pas l’interprétation des résultats car une étape de back-
transformation est ajoutée pour projeter les scores obtenus dans l’espace originel des
réponses à l’aide de la matrice Q∗.

2.6.2 Modélisation linéaire mixte

De manière analogue à l’ASCA+ où un GLM est appliqué à chaque réponse, chaque
variable y∗l de la nouvelle matrice Y ∗ peut être réécrite comme un LMM univarié :

y∗l = Xθl +Zγl + εl, l = 1, ...,m.

Pour tenir compte de la structure des données du design expérimental, X et Z sont or-
ganisées en blocs représentant les F + 1 effets fixes et R effets aléatoires, X = (1 | X1 |
X2 | ... |XF ) et Z = (Z1 | Z2 | ... | ZR).
Les paramètres θl et γl sont estimés par ML et REML respectivement. Les estima-
teurs correspondants avaient été introduits dans la section 2.3.2, et ont la forme θ̂l =
(X ′V̂ −1

l X)−1X ′V̂ −1
l y∗l et γ̂l = ĜlZ

′V̂ −1
l (y∗l −Xθ̂l) où Ĝl est l’estimation de la matrice

de variance-covariance des effets aléatoires pour la réponse l. Cette matrice contient dans
sa diagonale les estimateurs des variances σ̂2

rl associées à chaque effet r.

L’aggrégation des m∗ modèles donne une estimation du modèle multivarié suivant :

Y ∗ = XΘ̂ +ZΓ̂ + Ê, (2.6.1)

où Θ̂ est la matrice (p×m∗) des estimateurs des paramètres liés aux effets fixes et Γ̂ est
la matrice (q ×m∗) des prédicteurs aléatoires.
Comme c’était le cas pour les matrices X et Z, les matrices de paramètres peuvent être
décomposées en blocs : Θ̂′ = (Θ̂′0|Θ̂′1|...|Θ̂′F ) et Γ̂′ = (Γ̂′1|...|Γ̂′R).
Finalement, la matrice (n × m∗) des résidus du modèle est déduite de (2.6.1) : Ê =
Y ∗ − (XΘ̂ +ZΓ̂).
L’hypothèse d’indépendance des réponses faite dans la première étape permet de négliger
les structures de covariance entre les effets aléatoires des m∗ différents modèles.

2.6.3 Décomposition en matrices d’effets

La décomposition de la matrice Y proposée par l’équation 2.6.1 peut être vue sous la
forme d’une somme de matrices d’effets, comme c’était le cas pour ASCA+ :

Ŷ ∗ = M̂0 +
F∑
f=1

M̂f +
R∑
r=1

M̂r + Ê.
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M̂f est la matrice de l’effet fixe f et est calculée comme étant XfΘ̂f . M̂r = ZrΓ̂r est la
matrice liée à l’effet aléatoire r.

2.6.4 Mesure de l’importance des effets

Suite à la modélisation, il convient de mesurer le pourcentage de variation des données
qui est décrit par chaque élément de l’équation du modèle. Cette étape est décrite avant
la représentation visuelle des résultats puisqu’il est en effet bénéfique de connaitre ces
informations pour tirer des conclusions plus avisées des graphes.
Dans le cas de modèles mixtes, il est recherché de comparer les sources de variation fixes
et aléatoires sur base d’une même échelle. La simple utilisation de la norme de Frobenius
présentée dans le cadre d’ASCA n’est donc plus valide.
Une solution est apportée par Nakagawa (2013)[13] qui propose une décomposition du
coefficient de détermination R2 en deux parties distinctes.
Pour les effets aléatoires, l’estimateur de la variance d’une réponse y∗l conditionnellement
à X est défini comme étant la somme des estimateurs des composantes de variance liées
aux effets aléatoires : ̂V ar(y∗l |X) =

∑R
r=1 σ̂

2
rl + σ̂2

εl.
Concernant les effets fixes, la variance d’un effet fixe f pour une réponse l peut être expri-
mée par la variance de la population de la matrice d’effet estimée : σ̂2

fl = V ar(M̂fl) (avec
M̂fl la leme colonne de la matrice d’effet). Dans le cas de données balancées et quand le
sum coding est utilisé pour l’encodage des facteurs, cette variance correspond simplement
à la norme de Frobenius de M̂fl divisée par n.
La variance totale de y∗l est maintenant définie comme étant la somme de toutes les com-
posantes de variance liées aux effets.

En considérant la matrice de réponses multivariées Y ∗, et grâce à l’orthogonalisation
des réponses faite dans la première étape, les variances des réponses individuelles précé-
demment montrées peuvent simplement être aggrégées pour donner la variance globale
expliquée par le modèle :

̂V ar(Y ∗) =
m∗∑
l=1

̂V ar(y∗l ).

Il est possible d’isoler la variance liée à un seul effet (ou combinaison d’effets) g = {f, r}
de cette équation : V̂ ar(g) =

∑m∗

l=1

∑
e∈g σ̂

2
el.

Le pourcentage de variance lié à g peut ensuite simplement être calculé comme %V̂ ar(g) =

V̂ ar(g)/ ̂V ar(Y ∗).

2.6.5 Significativité des effets

Outre la mesure de l’importance des effets, il est bénéfique de tester si ces effets ou
combinaisons d’effets ont un impact sur la réponse.



Contexte théorique 25

Pour ce faire, une extension au cadre multivarié du test par ratio de vraisemblance, intro-
duit plus tôt dans le cadre des modèles linéaires mixtes univariés, est proposée. Ce test
repose une nouvelle fois sur l’hypothèse d’indépendance des réponses telle qu’obtenue par
orthogonalisation réalisée lors de la première étape.
Ce test se base sur le Global Log Likelihood Ratio pour un effet (ou groupe d’effets)
g̃ = {f̃ , r̃}. Le GLLRg̃ est la somme des LLR pour chaque réponse :

∆obs
g̃ = 2[

m∗∑
l=1

(ln(LH1,lg̃)− ln(LH0,lg̃))], (2.6.2)

où LH1,lg̃ et LH0,lg̃ sont les valeurs de vraisemblance des deux modèles pour la réponse l,
le modèle sous H1 contenant le (les) effet(s) g̃ à tester et celui sous H0 sans le (les) effet(s)
d’intérêt.
Il avait été discuté dans la section 2.3.3 que, dans le cas des effets fixes, la statistique
suivait asymptotiquement, sous H0, une distribution χ2

k.
Il avait également été montré que lorsque des effets aléatoires sont considérés, la distri-
bution du Restricted LLR peut être approximée par une mixture de χ2. Néanmoins, le
bootstrap est plutôt utilisé ici pour tester la significativité des effets aléatoires car l’ap-
proximation n’est plus valable.
La méthodologie à appliquer suit la structure suivante :

— Ajustement des modèles mixtes multivariés sous H0 et H1, les paramètres issus du
modèle sous H0 étant représentés par la notation ∼

— Calcul du GLLR à l’aide de 2.6.2
— Rétention de certains paramètres qui seront utilisés dans le bootstrap : ˆ̃Θ les

paramètres des effets fixes et les variances des effets aléatoires et des résidus : σ̂2
rl

et σ̂2
εl, l = 1, ...,m∗

— Boucle de bootstrap : répétition d’un grand nombre d’itérations b = 1, ..., B

— Génération d’une matrice de réponses Y ∗b = X̃ ˆ̃Θ + Z̃Γ̃b + Eb, où Γ̃b et Eb

sont générées sur base de distributions normales de moyenne 0 et de variance
calculée au point précédent

— Estimation des modèles réduit (H0) et complet (H1) sur la nouvelle matrice Y ∗b
et calcul du GLLRb

g̃

— Calcul d’une p-valeur pour le test : pbootg =
∑B

b=1 I(∆
b
g̃≥∆obs

g̃ )+1

(B+1)

2.6.6 Représentation visuelle des matrices d’effets

Après vérification de l’importance et de la significativité des effets, à la manière des
autres méthodes ASCA, une représentation visuelle est généralement utilisée.
Pour rappel, en ASCA, chaque matrice d’effet est décomposée à l’aide d’une PCA, les
graphes de loadings permettent d’identifier les variables qui sont influencées par les effets
et les graphes de scores permettent de visualiser le comportement des effets au sein des
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observations.
Dans le cas de LIMM-PCA, la décomposition des matrices d’effets par PCA s’écrit M̂g =
TgP

∗
g
′ où Tg est la matrice (n×cg) des scores purs, P ∗g est la matrice (cg×m∗) des loadings

et cg est le rang de M̂g (qui correspond également au nombre maximal de composantes
qui peuvent étre obtenues par la PCA). Comme la matrice des réponses Y avait été
orthogonalisée et sa dimension avait été réduite par PCA pour former Y ∗, les loadings
doivent subir une étape dite de back-transformation pour être interprétés dans l’espace
initial des données : Pg = P ∗gQ

∗′ .
Dans ASCA, il avait été introduit que les matrices d’effets peuvent être augmentées des
résidus pour représenter les variations individuelles dans les graphes de scores (ASCA-E).
Cette approche doit être exécutée avec plus d’attention dans le cas des effets aléatoires
pour prendre en compte les différentes sources de variation du modèle.
Pour rappel, lorsqu’un modèle mixte tel que défini par l’équation 2.2.1 est considéré,
MSAB est utilisé comme dénominateur de la F-statistque associée au test de l’effet fixe
A. Il est donc suggéré d’augmenter MA par MAB.[12] De plus, un facteur de correction
doit être utilisé pour prendre en compte les degrés de liberté et le quantile de la distribution
F utilisé dans le F-test associé.
La matrice augmentée de l’effet A peut être exprimée comme MA + ξABMAB où ξAB est
le facteur de correction calculé comme étant

√
dfA/dfABFdfA,dfAB ,1−α.

Pour le cas d’un effet fixe, les degrés de liberté sont simplement le nombre de coefficients
estimés dans le modèle. Par contre, lorsque l’effet considéré est aléatoire, les degrés de
liberté, rebaptisés dimensions effectives par Eilers (2018)[3], se basent sur les prédicteurs
γ̂ des effets du LMM, qui sont compressés par un facteur G−1 (équation 2.3.4). La valeur
de la dimension effective associée à un effet aléatoire est comprise entre 0 et le nombre de
niveaux du facteur lié.
La littérature s’accorde sur une méthode permettant d’estimer la valeur de ces degrés
de liberté dans le cas d’un effet aléatoire à partir de la trace de la matrice H issue de :
ŷ = Hy.



Contexte théorique 27

2.7 PLSR
Finalement, nous introduisons ici une méthode, non apparentée aux méthodes ASCA,

permettant une modélisation linéaire entre deux matrices de données, qui sera utilisée
dans l’analyse de cas du chapitre suivant.
La Partial Least Squares Regression (Tenehaus, 1998[17] et Wold, 2001[21]) est une mé-
thode utilisée pour relier deux matrices X et Y entre elles à travers un modèle linéaire
multivarié. Cet outil se distingue d’une simple régression car il permet de représenter la
variabilité liée à la matrice de données X ainsi que celle liée à la matrice de réponses à
expliquer Y .
Dans cette section, le modèle de la régression PLS est expliqué et un algorithme pour
l’ajuster aux données est présenté.

2.7.1 Modèle

Le modèle est développé à partir d’un jeu de données de n observations, K variables
X et M variables Y. Les matrices X et Y sont alors de dimensions (n×K) et (n×M)
respectivement.
Le but du modèle PLSR est d’obtenir de nouvelles variables ta(a = 1, ..., A), orthogonales
entre elles, appelées X-scores, qui sont de bons prédicteurs de Y tout en représentant la
variabilité présente dans X. Ces scores sont des combinaisons linéaires de variables xk de
départ et de coefficients w∗ka, et peuvent s’écrire sous forme matricielle T = XW ∗.
Leurs propriétés sont :
(1) Lorsqu’ils sont multipliés par les loadings pak, les X-scores sont de bons résumés de
X, tels que les résidus eik sont petits :

X = TP ′ +E.

Analogiquement, lorsque Y est multivarié, les Y-scores ua multipliés par les poids cam
sont de bons résumés de Y :

Y = UC ′ +G.

(2) Ils sont de bons prédicteurs de Y :

Y = TC ′ +D,

où C contient les coefficients cak et D les déviations dim entre les réponses observées et
prédites par le modèle.
Ces propriétés sont assurées lorsque la corrélation entre les X-scores ta et les Y-scores ua
est maximale. Ce qui est assuré par le choix de coefficients de poids W maximisant la
covariance entre X et Y .

Le modèle peut également être écrit sous une forme plus classique dans le cadre d’une
régression :

Y = XW ∗C ′ +D = XB +D,



Contexte théorique 28

où la matrice B = W ∗C ′ contient les coefficients PLSR bmk.
Les coefficients W ∗ sont calculés à partir d’autres coefficients W pour être directement
liés à X : W ∗ = W (P ′W )−1.

Tous les paramètres de ce modèle (t,w∗,p, c,u) sont déterminés à l’aide d’un algo-
rithme appelé NIPALS.

2.7.2 NIPALS

Cet algorithme itératif commence avec les matrices X et Y étant centrées et éven-
tuellement standardisées. Sa structure dans le cas de réponses univariées (y) est présenté
ci-dessous.

Itération pour j = 1, ..., A
(1) Calcul des poids w∗j en régressant Xj sur y : w∗j = X ′jy(y′y)−1

(2) Normalisation des poids w∗j = w∗j (w
∗
j
′w∗j )

−1/2

(3) Calcul des X-scores tj = X ′jw
∗
j

(4) Calcul du vecteur de loadings correspondant en régressantXj sur tj : pj = X ′jtj(t
′
jtj)

−1

(5) Déflation de la matrice Xj : Xj+1 = Xj − tjpj
Retour à l’étape (1) pour calculer la composante suivante.

Le fait de déflater la matrice de variables explicatives permet, à chaque itération, de
calculer le prochain vecteur de X-scores sur base des résidus du modèle précédent. Cette
méthode permet donc d’obtenir une équation de régression de plus en plus complète.[17]
Bien entendu, d’autres méthodes d’ajustement de modèle existent mais NIPALS repré-
sente la plus simpliste et sert de base pour les autres algorithmes.



Chapitre 3

Application au projet Spinovit

Dans ce chapitre, une illustration des différents concepts présentés précédemment sera
exposée au travers d’une analyse expérimentale. Cette illustration suit l’ordre de présen-
tation des différents concepts dans le chapitre précédent afin de permettre au lecteur la
compréhension la plus aisée possible.
L’objectif de cette partie est d’exposer de manière concrète le développement et l’utilisa-
tion possible de la méthode LIMM-PCA afin d’en étudier la reproductibilité.
Ceci se fera à travers différentes étapes de modélisation univariée tout comme multivariée.

3.1 Présentation du projet
Le cas expérimental provient d’une étude menée par Spinovit dans le cadre de la

détection de maladies cardiaques. L’objectif global est d’extraire un marqueur permettant
la distinction entre patients à risque et patients sains.
Les données ont été récoltées par le biais d’échantillons sanguins auprès de 84 patients.
Ces échantillons ont été obtenus à l’occasion de 2 visites espacées dans le temps au cours
desquelles 3 échantillons par patient ont été prélevés puis analysés par RPE pour produire
des spectres s’étalant sur 10976 points de mesure sur l’échelle des g-factor, ou facteurs de
Landé.
Pour une raison de simplification, le choix de ne considérer que des patients dont les
données sont balancées (6 échantillons différents par patient) sera posé. De même, seule
la portion du spectre contenant la zone identifiée par Spinovit comme étant utile à la
détection du marqueur sera reprise dans les analyses afin de faciliter les calculs.
Le jeu de données en résultant est constitué de n = 62 × 2 × 3 = 372 observations,
contenues dans la matrice Y de taille (372 × 1891) contenant les réponses multivariées.
Les 1891 variables représentent les différentes valeurs des g-factor. A titre d’exemple, les
spectres correspondants aux échantillons donnés par un même patient, et utilisés dans
l’analyse, sont présentés dans la figure 3.1.1. De prime abord, une légère différence peut
être remarquée entre les différents échantillons, et ce surtout aux abords du pic présent
à une valeur de g-factor de 1.26. Cependant, cette différence ne semble pas significative

29
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entre les 2 visites.
Le design décrit par cette récolte de données suggère de considérer deux facteurs : le facteur
patient P et le facteur visite dans patient V contenant p et v niveaux, respectivement.

Figure 3.1.1: 6 spectres correspondants aux échantillons fournis par un même patient.

Spinovit a également mis au point un procédé permettant de calculer analytiquement,
à partir des spectres, les marqueurs utiles à la détection de risque cardiaque. Ces mar-
queurs seront également analysés tout au long de ce chapitre. Ainsi, lorsqu’il est question
de modèle ou d’analyse multivariée, il s’agit d’une analyse effectuée sur les spectres, et
lorsqu’il est question d’univarié, il s’agit d’une analyse sur le marqueur.
La diversité de ces approches modelant la même problématique de manière différente va
permettre d’avoir une vision nuancée et complète sur le problème.

Comme cité plus haut, seuls les patients présentant un design balancé sont condidérés,
c’est-à-dire les patients ayant participé aux 2 visites et ayant donc donné 6 échantillons
de sang au total. Ceci est motivé par le fait que, dans le cadre de cette expérience, un
certain luxe a été accordé par la multiplicité d’observations disponibles. Ainsi, en retirant
les quelques 22 patients n’ayant pas donné le nombre attendu d’échantillons, la qualité
des analyses qui vont pouvoir être effectuées n’en sera pas significativement amoindrie.
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D’autre part, le fait de considérer un design balancé permet d’utiliser les différentes mé-
thodes citées dans le premier chapitre sur le même jeu de données. Pour rappel, un design
non balancé ne posait pas de problème dans le cadre de LIMM-PCA et des modèles LMM
mais ce n’est pas le cas pour le GLM et les modèles ANOVA et incidemment, les méthodes
ASCA liées.
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3.2 Analyse exploratoire
Avant une quelconque modélisation, il est utile de procéder à quelques analyses ex-

ploratoires afin de préparer les données. Pour ce faire, une analyse de la distribution du
marqueur univarié, une détection de valeurs aberrantes ainsi qu’une première analyse en
composantes principales sur les spectres multivariés ont été menés.

3.2.1 Distribution du marqueur univarié

Dans le cadre des analyses qui vont être menées sur le marqueur, il parait judicieux
de vérifier la normalité de celui-ci. En effet, assurer la normalité d’une variable est utile
dans le cadre de tests d’hypothèses sur les coefficients d’un modèle.

Pour s’assurer de la normalité du marqueur, différents outils de représentation visuelle
peuvent être utilisés. Trois d’entre eux sont exposés dans la partie supérieure de la figure
3.2.1.
Premièrement, l’histogramme permet de comparer la fonction de densité d’une loi nor-
male générée à partir de la moyenne et l’écart-type observés dans le marqueur, représentée
par la ligne rouge sur la figure de gauche, avec la densité réellement observée dans le mar-
queur.
Il peut être remarqué sur base de ce graphique que la densité observée ne correspond pas
vraiment avec la densité réelle d’une loi normale.
Cette observation est confirmée par le graphique du milieu qui, lui, recense les différents
quantiles permettant d’observer la symétrie de la distribution. Dans un boxplot, la boîte
centrale contient donc les valeurs prises par 50% des observations.
La différence de taille entre les parties supérieure et inférieure de la boite à moustache,
dont la séparation se fait à hauteur de la valeur 0.01, est significative et invalide donc la
symétrie de la distribution du marqueur.
Finalement, le diagramme quantile-quantile (à droite) permet de tester l’ajustement des
observations au modèle théorique d’une loi normale. L’axe des abscisses représente les
quantiles de la distribution théorique et l’axe des ordonnées les quantiles de la distribu-
tion observée. La droite rouge trace la bissectrice entre ces deux axes et les observations
sont représentées par les points noirs.
Théoriquement, si la distribution observée suit la distribution théorique envisagée, les
points noirs s’alignent sur la droite rouge. L’intuition de l’imparfaite normalité du mar-
queur est ici confirmée au vu de la déviation que prennent les points dans le coin supérieur
droit du graphique.

Afin de remédier à la non normalité de la variable, des transformations dites de Box-
Cox peuvent être envisagées. L’application du logarithme sur le marqueur ne permet pas
de dégager de manière unanime une distribution normale mais la racine carrée du mar-
queur semble être légèrement plus adaptée, comme il peut l’être observé sur les trois
graphes inférieurs de la figure 3.2.1. Pour ces données, la symétrie est atteinte mais l’apla-
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Figure 3.2.1: Différentes mesures de la normalité d’une variable : le marqueur en haut
et la racine carrée du marqueur en bas.

tissement de la distribution reste différente de celle d’une normale.
Par la suite, le modèle univarié traitera de la racine carrée du marqueur, malgré cette
caractérisque qui reste moins problématique que l’asymétrie.

3.2.2 Valeurs aberrantes

Sur le marqueur univarié

Dans le cadre d’une variable univariée, la méthode la plus courante pour déterminer
les valeurs aberrantes consiste en l’utilisation de la boîte à moustache (ou boxplot) dont
le principe a été introduit précédemment.
Les valeurs aberrantes d’une variable sont les valeurs extrêmes qui sortent de la structure
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de la boîte à moustaches. De cette manière, 14 observations provenant de 7 patients diffé-
rents sont qualifiées d’outliers, bien que seules deux observations, prenant 0 pour valeur,
se démarquent énormément du reste des données. Il est à noter que celles-ci représentent
les échantillons pour lesquels le marqueur n’a pas pu être détecté, la valeur réelle de celui-
ci étant en fait légèrement plus grande que 0.
Ces 7 patients sont retirés du jeu de données afin de conserver le balançage des données.
Le nombre d’observations dans le cas univarié est alors n = 55× 2× 3 = 330.

Sur les spectres multivariés

La méthodologie est fort différente dans le cas des spectres multivariés puisque les valeurs
extrêmes sont plus difficiles à détecter que dans le cas univarié. Ceci est principalement
dû au fait que les outils de représentation graphique utilisés jusqu’à présent ne sont plus
valables dans de hautes dimensions.

La solution proposée ici consiste à comparer les résidus Q sur la matrice de réponse
Y avec les T 2 d’Hotelling d’un modèle PCA. [6]
Une simple PCA a pour équation : Y = TP ′ +E.
De cette équation, les résidus Qi peuvent être calculés comme étant la somme des carrés
de l’observation i de E :

Qi = eie
′
i = yi(In − PkP ′k)y′i,

où Pk est la matrice des k loadings correspondants aux composantes retenues dans le
modèle PCA et I est la matrice identité de taille (n× n).
Ces Q statistiques indiquent à quel point chaque observation se conforme au modèle. Ce
sont des mesures de la différence entre les échantillons et leur projection sur les k premières
composantes.
Les T 2 d’Hotelling, quant à eux, représentent une mesure de la variation dans chaque
échantillon au sein du modèle. La forme générale de cette statistique est la suivante :

T 2
i = tiΛ

−1
k ti = yiPkΛ

−1
k P ′ky

′
i,

où ti est la ieme ligne de la matrice (m × k) de scores Tk et Λk est la matrice diagonale
contenant les valeurs propres (λ1,...,λk) correspondant aux k = 6 composantes principales.
Ces composantes permettent de représenter 99.4% de la variabilité totale.

Ces deux statistiques ont été calculées pour toutes les observations et représentées
dans le graphique de la figure 3.2.2. Les patients dont au moins une observation présente
soit une déviation trop importante en terme de Q résidus, soit en terme de T 2 d’Hotelling
sont retirés du jeu de données.
Au vu du graphique, et principalement à la non présence de la ligne pointillée séparant
les observations des valeurs aberrantes, aucune observation ne peut être qualifiée d’outlier
grâce à cette méthode. Cependant, 4 échantillons se démarquent du reste et pourraient
être retirés.
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Figure 3.2.2: Diagnostic pour les valeurs extrêmes.

Il est à noter que les 4 observations concernées par ce retrait proviennent toutes de la
première visite et appartiennent à 3 patients différents, qui sont retirés des analyses. Le
nombre d’observations dans le cas multivarié devient n = 59× 2× 3 = 354.

3.2.3 Analyse en composantes principales

Une analyse en composantes principales a été menée sur le jeu de données multiva-
riées, sur la longueur des spectres définie en 3.1, afin de représenter une première fois les
variations existant entre les différentes modalités des facteurs.
Il est possible de remarquer, à partir des graphiques de scores liées aux deux premières
composantes principales présentées dans la figure 3.2.3, que la variation liée à l’effet visite
ainsi que celle liée à l’effet échantillon semblent faibles.
Egalement, bien qu’il ne soit pas représenté ici, le graphique des scores pour l’effet patient
ne permet pas de distinguer une réelle tendance entre les différents patients, ceux-ci étant
répartis de manière homogène dans le graphique.
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Figure 3.2.3: Graphiques de scores de la PCA effectuée sur les spectres.

3.3 Modélisation hiérarchique univariée
Lorsque l’on considère le marqueur, qui est une variable univariée, et que l’on se trouve,

comme ici, dans le cas d’un design balancé, la modélisation peut être effectuée à l’aide de
deux modèles équivalents : une ANOVA à 2 facteurs aléatoires imbriqués et un modèle
linéaire mixte.

Le modèle ANOVA tel qu’il avait été discuté dans la section 2.2.5 prend la forme :

yijk = µ+ αi + βj(i) + εk(ij),

où les αi représentent les changements aléatoires relatifs à la moyenne globale µ associés
au facteur patient et sont supposés suivre une distribution normale N(0, σ2

P ). βj(i) repré-
sente l’effet associé à la visite j imbriquée dans le patient i. Ils sont assumés suivre une
distribution N(0, σ2

V (P )). Pour terminer, εk(ij) est l’erreur aléatoire observée en répétant k
fois la visite j du patient i, correspondant in fine à l’effet échantillon imbriqué dans visite
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et patient. Ceux-ci sont supposés suivre une distribution N(0, σ2).

Ce modèle ANOVA peut être réécrit en un LMM :

y = Xθ +Zγ + ε = 1µ+ZPγP +ZV (P )γV (P ) + εE(V P ),

où X est simplement un vecteur (n× 1) correspondant à l’intercept du modèle, qui est la
moyenne globale µ des réponses. Z est la matrice (n× (55× 3)) du modèle pour la partie
aléatoire. Elle est composée de 2 blocs ZP (n× 55) et ZV (P ) (n× (55× 2)) représentant
les effets patient et visite respectivement.
γP et γV (P ) sont les vecteurs d’effets aléatoires de taille (55 × 1) et ((55 × 2) × 1). Les
éléments de γP correspondent aux αi du modèle ANOVA et ceux de γV (P ) aux βj(i) et ont
la même définition. εE(V P ) est le vecteur (n× 1) contenant les εi(jk).

3.3.1 Résultats de l’ANOVA

Les résultats de l’ANOVA sont présentés en premier. Cette méthode a comme avan-
tage, dans le cas balancé, de permettre des tests exacts pour la significativité des effets
et de donner des formules explicites pour estimer les paramètres de variance.
Comme il l’avait été montré dans la section 2.2.5, la somme des carrés peut être décom-
posée de la manière suivante :

SST = SSP + SSV (P ) + SSE.

La table ANOVA dérivée de cette équation est présentée dans la table 3.3.1. Dans cette
table, les F-ratio ont été calculés sur base des valeurs attendues des carrés moyens, les
E(MS).
Pour ce modèle, ceux-ci sont donnés par :

E(MSP ) = σ2 + rpσ2
P + rσ2

V (P ), E(MSV (P )) = σ2 + rσ2
V (P ), E(MSE) = σ2.

Ces reformulations des E(MS) dans le cadre d’un modèle aléatoire avaient déjà été mon-
trées dans la table 2.2.2.
Les F-ratios sont calculés comme étant MSP/MSV (P ) et MSV (P )/MSE respective-

Table 3.3.1: Table Anova

Source Degrés de liberté SS MS F-ratio
Patient 54 0.05199 0.0009627 2.3327
Visite(Patient) 55 0.0227 0.0004127 2.856
Erreur 220 0.03178 0.0001445

ment et peuvent être utilisés pour tester si les composantes de variance σP et σV sont
significativement plus grandes que 0.
Des estimateurs des différentes composantes de variance avaient également été proposés :

σ̂2
P =

MSP −MSV (P )

rv
, σ̂2

V (P ) =
MSV (P )−MSE

r
, σ̂2 = MSE.
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Ces estimateurs sont repris dans la table 3.3.2, avec les pourcentages de variance expliquée
correspondants.
Ces résultats suggèrent que la majorité de la variabilité est donc expliquée par les résidus
et l’effet échantillon y inclus.

Table 3.3.2: Estimation des composantes de variance du modèle ANOVA

Composante Estimateur σ̂2
j % de variance totale

Patient 9.1667e−5 28.156%
Visite(Patient) 8.94e−5 27.45981%
Résidus 1.445e−4 44.38415%
Total 3.255667e−4 100.0%

3.3.2 Résultats du modèle linéaire mixte

Dans l’analyse d’un modèle purement aléatoire, les paramètres d’intérêt sont les com-
posantes de variance σ2

P , σ2
V (P ) et σ

2 et les paramètres des effets aléatoires αi et βj(i).
En effet, l’effet fixe étant caractérisé par l’intercept, qui est dans le cas balancé la moyenne
arithmétique des données µ̂ = ȳ.., seules les composantes aléatoires restent à estimer.

Les estimateurs des composantes de variance obtenus par REML sont les mêmes que
ceux qui avaient été trouvés par ANOVA. Ils sont présentés dans la table 3.3.3 avec
quelques résultats d’inférence statistique.
Le LLR, permettant la comparaison de 2 modèles emboités (l’un contenant l’effet à tes-

Table 3.3.3: Inférence sur les composantes de variance (les p-valeurs issues du bootstrap
sont basées sur 500 simulations)

Composante σ̂2
j LLR p-valeur χ2 p-valeur boot.

Patient 9.168e-05 9.522 0.00203 0.00578
Visite(Patient) 8.940e-05 29.1 6.869e-08 0.002725
Résidus 1.445e-04

ter et l’autre excluant l’effet à tester), a été calculé pour chaque effet et deux p-valeurs
différentes ont été déduites pour le test.
La première est basée sur une distribution χ2 à 1 degré de liberté, comme elle le serait
calculée pour le cas d’un effet fixe. Les graphiques présentés dans l’annexe A permettent
d’illustrer pourquoi une mixture de distributions χ2 permet une meilleure approximation
de la réelle distribution du LLR, comme il l’avait été introduit dans la section 2.3.3.
La seconde p-valeur est basée sur un bootstrap paramétrique, qui est souhaité dans le
cas d’un test sur un facteur aléatoire, et est exprimée comme étant la fraction de valeurs
simulées du LLR qui sont plus grandes ou égales à la valeur observée du LLR.
Il découle de ces p-valeurs que les effets liés aux patients ainsi qu’aux visites au sein de
ces patients sont tous les deux significatifs. Etrangement, cette tendance n’avait pas pu
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être mise en avant à l’aide de la PCA appliquée aux spectres.

De plus, dans la définition des modèles linéaires mixtes (section 2.3.1), il avait été sup-
posé que les composantes aléatoires du modèle, ici γP , γV et ε, suivaient une distribution
normale. Cette hypothèse peut être vérifiée à l’aide des graphiques quantile-quantile qui
sont disponibles dans l’annexe B.
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3.4 LIMM-PCA
Il a pu être dégagé jusqu’ici à l’aide d’une modélisation univariée sur le marqueur que

la majeure partie de la variabilité peut être expliquée par l’effet échantillon.
Il serait à présent judicieux d’appliquer les techniques multivariées décrites dans la partie
théorique afin de compléter cette analyse qui peut être biaisée à bien des niveaux.
En effet, le marqueur a été défini de manière analytique sur des spectres assez variables,
caractérisés par une forte volatilité et des raccourcis mathématiques peuvent en réduire
la précision. De plus, avant de procéder au calcul de ce marqueur, les spectres avaient été
pré traités, et de l’information ainsi ôtée dans le processus.
Une analyse parallèle des spectres qui seront qualifiés de "bruts" peut ainsi permettre de
confirmer ou infirmer les conclusions qui ont pu être posées jusqu’ici.

3.4.1 Réduction de dimension et orthogonalisation des réponses

La première PCA appliquée sur la matrice Y (354 × 1891) des spectres multivariés
montre que la rétention de 10 composantes principales permet de cumuler 99.6% de la
variance présente dans les données. La nouvelle matrice Y ∗ est donc de dimensions (354×
10). Les scores et loadings obtenus par rapport aux deux premières composantes sont

Figure 3.4.1: Scree plot, graphiques de scores et loadings de la PCA effectuée sur les
spectres.

présentés dans la figure 3.4.1. Ces composantes permettent à elles seules de recueillir un
peu plus de 90% de la variabilité totale.
Comme l’analyse des différents spectres d’un même patient y laissait paraître, aucun effet
visite ne peut être clairement identifié à partir des graphiques de scores. De plus, aucune
tendance ne semble ressortir entre les patients.
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3.4.2 Modélisation linéaire mixte

Les modèles linéaires mixtes univariés correspondants à chaque composante prennent
la forme :

y∗l = µl +ZPγPl +ZV (P )γV (P )l + εl, l = 1, ..., 10.

Pour rappel, les prédicteurs aléatoires sont estimés par REML : γ̂l = ĜlZ
′V̂ −1
l (y∗l ), où

Ĝl est l’estimation de la matrice de variance-covariance pour la réponse l.
Il est possible d’aggréger tous ces modèles univariés en un modèle multivarié :

Y ∗ = M̂0 +ZP Γ̂P +ZV (P )Γ̂V (P ) + Ê.

3.4.3 Calcul des matrices d’effets

La dérivation des matrices d’effet se fait aisément à partir des prédicteurs estimés dans
le modèle. La matrice d’effet liée aux patients MP peut être caractérisée par ZPΓP et
celle liée aux visites par MV (P ) = ZV (P )ΓV (P ).

3.4.4 Mesure de l’importance des effets

Dans la majeure partie des méthodes du champ d’application étudié, il convient de
mesurer l’importance des effets du modèle.
Cette variabilité peut être retrouvée pour chaque composante retenue y∗l , et décomposée
par effet, afin de quantifier la variabilité décrite par chacun de ceux-ci sur les différents
axes principaux.
Ensuite, ces variabilités peuvent être aggrégées sur les 10 composantes pour obtenir les
pourcentages présentés dans le tableau de la figure 3.4.2a.

Sur base de ces résultats, il est possible de remarquer que la variabilité expliquée par
l’effet patient est radicalement inférieure à ce qui avait été observé à l’aide du marqueur.
A contrario, la variance expliquée par l’effet visite imbriquée dans patient est largement
supérieure, et ce surtout en ce qui concerne la première composante principale.
La différence entre les observations qui sont obtenues à l’aide du marqueur d’un côté et
des spectres de l’autre, peut être motivée par le fait que, comme il l’a été introduit au
début de cette section, les spectres contenant bien plus de volatilité que les marqueurs, et
le nombre de variables d’intérêt étant plus large, une grande variabilité intrinsèque aux
patients entre les 2 visites peut plus facilement apparaître dans le cas multivarié.
Il est également à noter que seules les 4 premières composantes semblent contenir une
variabilité significativement supérieure à 0.

3.4.5 Significativité des effets

La significativité statistique de ces effets est testée à travers un bootstrap dont la
méthodologie a été décrite dans la section 2.5.5. Le choix d’exécuter B = 500 itérations a
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(a) Quantification de la variance expliquée par
chaque effet.

(b) Statistique RLLR et p-valeur issues du
bootstrap (en considérant 500 simulations).

Figure 3.4.2: Composantes de variance expliquée et statistique RLLR pour le modèle
linéaire mixte.

été posé arbitrairement.
La figure 3.4.2b contient les valeurs de la statistique observée du RLLR lorsqu’un des
deux effets est retiré du modèle. Une valeur élevée de cette statistique indique que l’effet
retiré a une grande importance dans la composante considérée. Ceci confirme les conclu-
sions faites dans la section précédente vis à vis des variances des effets dans les différentes
composantes : l’effet patient n’a pas une grande importance dans la première composante.
Par contre, l’effet visite semble significatif pour les 4 premières composantes.
Les p-valeurs trouvées par le bootstrap par rapport à la statistique des RLLR aggrégés,
le GLLR, sont exposées dans le tableau présent dans la même figure et permettent de
rendre compte de la significativité des 2 effets puisque, pour aucune des B simulations, la
statistique simulée n’a été plus grande que la statistique réellement observée.
Il est à présent connu que les 2 effets sont significatifs mais que l’importance à accorder
à chacun est différente.

Ces résultats diffèrent de ce qui avait pu être conclu sur base du marqueur, notamment
en ce qui concerne l’importance des effets. Ceci peut s’expliquer par le fait que l’effet
visite, plus présent dans l’analyse multivariée que dans l’analyse univariée, se rapporte
probablement plus à une zone du spectre n’entrant pas en compte dans le calcul du
marqueur. En conséquence, l’effet visite dans patient primerait alors sur l’effet patient en
terme de variabilité expliquée dans les spectres.

3.4.6 Analyse visuelle des matrices d’effets

Grâce aux informations acquises aux deux point précédents, l’analyse visuelle des
matrices d’effets peut être conduite de manière plus avisée.
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Celle-ci sera exclusivement menée à l’aide des graphes de scores augmentés, méthode qui
avait été introduite sous le nom de ASCA-E, et qui permet de comparer les niveaux du
facteur lié à l’effet avec les résidus.
En effet, lorsqu’une grande partie de la variabilité du modèle est expliquée par les résidus,
ce qui est le cas ici, les graphiques de scores augmentés peuvent permettre d’exposer un
effet échantillon, qui ne serait pas visible à l’aide d’un graphe de scores tel qu’obtenu par
PCA sur les matrices d’effets purs.
Pour obtenir les scores ASCA-E, il faut commencer par appliquer une PCA sur les matrices
d’effets purs avant d’ensuite projeter les matrices augmentées des résidus dans l’espace
des composantes principales obtenues.
En d’autres termes, les matrices de scores ASCA-E ont la forme :

T E
P = (M̂P + ξV (P )M̂V (P ))PP et T E

V (P ) = (M̂V (P ) + ξEÊ)PV (P ),

où T E
g est la matrice (354×10) des scores augmentés de l’effet g, Pg est la matrice (10×10)

de loadings de l’effet g et ξg représente le facteur de correction à appliquer à la matrice
d’effet ajoutée.
Dans le cas d’effets aléatoires, il avait été discuté en 2.5.6 que ces facteurs de corrections
sont calculés à partir des dimensions effectives liées à chaque effet. Afin de simplifier les
calculs, il est ici choisit d’utiliser la valeur maximale que peuvent prendre ces dimensions
effectives, à savoir le nombre de niveaux du facteur lié, qui correspond au nombre de
coefficients estimés dans le modèle. Les valeurs de ces coefficients sont présentées dans la
table 3.4.1, où r représente le nombre de niveaux du facteur échantillon.

Table 3.4.1: Facteurs de correction à appliquer aux différentes matrices d’effets ajoutés.

Effet Degrés de liberté Effet ajouté Facteur ξj
M̂P dlP = (p− 1) M̂V (P )

√
FdlP ,dlV × (dlP /dlV )

M̂V (P ) dlV = p(v − 1) Ê
√
FdlV ,dlE × (dlV /dlE)

Ê dlE = pvr − pv - -

Le graphe de scores des patients augmenté des visites présenté dans la figure 3.4.4a
permet d’illustrer la dispersion aléatoire des patients mais d’un autre côté, il semble
également dévoiler un effet visite. En effet, la partie inférieure du graphique parait contenir
une majorité de cercles représentant la deuxième visite, tandis que la partie supérieure
contient une plus forte homogénéité entre les deux. De plus, la dispersion apparait plus
grande entre les visites lorsque l’on considère la partie inférieure du graphique, ce qui
indiquerait une légère tendance à un score négatif pour la seconde composante propre à
la deuxième visite.
Cela laisse penser que, malgré la considération de l’effet visite comme étant aléatoire, une
certaine tendance fixe semble se dégager. Cette tendance se remarque encore plus dans
la figure 3.4.3 qui représente les mêmes scores, à la différence que ceux-ci sont à présent
seulement groupés par visite.
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Figure 3.4.3: Score de la PCA appliquée sur M̂P augmentée de M̂V (P ).

Afin de considérer cet effet comme étant fixe, un modèle ANOVA mixte à 2 facteurs
devrait être considéré dans la modélisation. Martin (2020)[12] et Govaerts (2020)[4] dé-
veloppent l’analyse d’un tel design expérimental.
Cette observation dresse néanmoins une interrogation, puisqu’elle n’avait pas été mise en
avant lors de l’analyse du marqueur, et ne devrait vraisemblablement pas être si flagrante.
Il faut évidemment prendre en compte le fait qu’il est normal d’identifier une plus forte
variabilité entre les visites dans les spectres, qui sont influencés par des paramètres exo-
gènes tels que l’alimentation du patient par exemple. Néanmoins, la tendance observée
ici semble être unidirectionnelle et peut donc difficilement être expliquée par un facteur
exogène.
Le graphique de loadings, quant à lui, permet de représenter les variables issues de la
matrice Y étant responsables de la variabilité observée dans les scores. Ainsi, il peut être
observé que la majeure partie de la variabilité liée à la deuxième composante, permettant
de distinguer les niveaux du facteur visite, provient exclusivement du pic négatif présent
aux alentours des g-factor de valeurs 1.25 et 1.26. Ce pic correspond à la majeure source
de variation qui pouvait être observée sur les spectres de la figure 3.1.1. Sur cette figure,
la deuxième visite (en bleu) avait en effet plus tendance à se situer en dessous des obser-
vations de la première visite.

Le graphique des scores liés à l’effet visite imbriqué dans l’effet patient et augmentés
des résidus tel qu’illustré dans la figure 3.4.4b permet de visualiser les effets visite et
échantillon du modèle en un seul graphique. Ici, les patients sont représentés par diffé-
rentes couleurs, les visites par des formes géométriques et les résidus permettent de relier
les 3 échantillons d’une visite en un triangle.
De manière générale, il est à retenir de ce graphique que tous les groupes de points sont
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(a) Matrice d’effet patient.

(b) Matrice d’effet visite.

(c) Matrice d’effet des résidus.

Figure 3.4.4: Graphiques de scores ASCA-E et loadings liés à la PCA sur les matrices d’effets.
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relativement bien séparés, témoignant de la significativité de l’effet visite dans patient.
La différence entre les 2 visites d’un même patient semble être généralement forte, preuve
que le modèle permet une grande différenciation entre 2 visites d’un même patient, sans
pour autant que la tendance fixe n’apparaisse ici entre ces niveaux. Cette observation
confirme la forte importance accordée à l’effet visite dans patient qui avait pu être obser-
vée à travers le pourcentage de variance totale que cet effet représente.
Une dernière observation peut être faite sur base de ce graphique concernant l’écart entre
les échantillons d’une même visite, qui semblent généralement proches les uns des autres.
A partir du graphique de loadings, il peut être observé que les scores obtenus dans la pre-
mière composante, capturant la majorité de la variabilité, sont négativement influencés
par l’intensité des spectres de manière générale, mais plus spécifiquement du g-factor à
1.245.

Finalement, les scores ASCA-E liés à la matrice d’effet des résidus sont présentés dans
la figure 3.4.4c, et permettent de rendre compte de l’effet échantillon. Les ellipses tracées
autour des points correspondent ainsi aux différents niveaux du facteur. Il peut en être
observé qu’aucune différence nette n’apparaît entre ces niveaux dans l’espace représenté
par les deux premières composantes principales, acontant pour plus de 90% de la variation
totale des résidus.
Ce graphique permet également de mettre en avant de possibles valeurs aberrantes (le
point bleu présent dans la partie supérieure droite du graphique notamment), démon-
trant la plus-value apportée par la modélisation LIMM-PCA par rapport à la simple
PCA dans la recherche de valeurs extrêmes.
La majeure partie de la variabilité est ici encore une fois caractérisée par le pic présent
dans les spectres en 1.26.

Toutes ces observations permettent de conclure que, de la même manière que tous les
effets avaient été jugés significatifs dans la modélisation, l’effet visite dans patient peut
être réellement observé sur le graphique des scores sur les PC1-2.
Cette observation est néanmoins moins évidente dans le cas des effets patient et échan-
tillon, dont les différents niveaux semblent difficilement différentiables. Cependant, ces
deux effets étant aléatoires et suivant une loi normale, il est attendu d’observer un "pa-
quet" de points aléatoirement distribués autour de l’origine.
Ces conclusions permettent de supposer que la répétabilité et la reproductibilité de la
méthodologie utilisée par Spinovit dans le prélèvement des échantillons est suffisamment
homogène entre les échantillons d’une même visite. Néanmoins, la distinction évidente,
potentiellement systématique, entre les visites est à mettre en avant.
Enfin, au vu de la forme relativement similaire des loadings obtenus pour les trois matrices
d’effets, il peut être conclu que la source de variabilité du modèle provient exclusivement
de la région des spectres comprise entre 1.245 et 1.27.
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3.5 Régression PLS
La régression par moindres carrés partiels permet de faire un lien entre les modèles

univarié et multivarié considérés jusqu’à présent. En effet, dans ce modèle, les spectres
sont régressés sur le marqueur, permettant de mesurer la variance de y, le marqueur,
expliquée par les spectres X. De par ce lien entre les différents modèles considérés jus-
qu’alors, il va être possible de compléter les observations faites dans les différentes sections
présentant les résultats. Cette approche permettrait de quantifier la validité du marqueur
calculé par Spinovit sur base des spectres complets.
Cette section n’entre pas dans l’objectif principal de ce mémoire, mais fait plutôt partie
d’une analyse supplémentaire qui peut exceptionnellement être faite sur base des données
à disposition.

Afin de conserver un design balancé, autant dans les spectres que dans le marqueur,
il convient de ne garder que les observations balancées communes aux différents jeux de
données. Dans le modèle de régression dont il est question, les matrices X et y sont alors
de dimension (312× 1891) et (312× 1) respectivement.
Il peut être remarqué de prime abord qu’au vu des dimensions considérées, et principa-
lement de la différence dans le nombre de variables K = 1891 de X et M = 1 de y, les
résultats d’une régression PLS risquent d’être peu significatifs. Pour rappel, la régression
PLS consiste en effet en une recherche de variables latentes t permettant de maximiser
la covariance entre X et y. Il est incidemment compliqué de trouver de telles variables
latentes permettant d’un côté de représenter la variabilité issue de X tout en possédant
une capacité prédictive importante de y (Martens, 2001 [11]).
Ces intuitions sont confirmées par la table présente dans la figure 3.5.1, qui contient

#Comp. %Var X %Var y
1 29.12 11.28
2 55.74 19.61
3 94.49 23.93
4 98.50 25.91
5 98.92 39.70
6 99.24 50.22
7 99.38 58.62
8 99.52 61.95
9 99.54 70.63
10 99.57 72.60

Figure 3.5.1: RMSE obtenus pour la validation croisée en fonction du nombre de com-
posantes considérées (à g.) et pourcentage de variation cumulée de X et de Y expliquée
par un certain nombre de composantes (à dr.).

les pourcentages de variance cumulée pour les deux matrices en fonction du nombre de
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composantes considérées.
Les 10 premières composantes y sont présentées au vu de ce qu’il peut être conclu du
graphique de gauche : l’erreur de prédiction sur base d’une validation croisée atteint son
minimum lorsque 9 composantes sont retenues dans le modèle. A ce stade, une très grande
variabilité de X (plus de 99%) est représentée par le modèle, tandis qu’un peu plus de
70% de la variabilité contenue dans le marqueur est capturée. Ce pourcentage assez faible
indique dès lors que le marqueur ne pourra vraisemblablement pas être prédit sans erreur
sur base du modèle de régression.
Pour illustrer ceci, la figure 3.5.2 représente des outils permettant de juger de la précision
des prédictions obtenues sur base du modèle (ajusté en considérant 9 composantes) par
rapport à la valeur réelle du marqueur.
Les prédictions obtenues par validation croisée (graphe (a)) permettent de représenter le
réel pouvoir prédictif du modèle, puisque celles-ci sont obtenues en utilisant le modèle
sur des observations n’ayant pas été utilisées dans son ajustement. Dans ce graphique, la
droite rouge représente le cas où toutes les prédictions proposées par le modèle sont cor-
rectes. Ainsi, au plus les points s’en rapprochent, au plus les prédictions sont adéquates.
Comme attendu, une certaine volatilité est observable de part et d’autre de la droite
rouge, traduisant un manque de précision dans les prédictions.

(a) Qualité d’ajustement du modèle sur base
d’une validation croisée.

(b) Graphe de Bland-Altman : comparaison des
marqueurs avec les prédictions de la PLSR.

Figure 3.5.2: Qualité prédictive du modèle de régression PLS.

Le graphique de Bland-Altman (graphe (b)) permet de comparer deux manières de
représenter le même phénomène scientifique. Ici, en comparant le marqueur calculé ana-
lytiquement par Spinovit avec les prédictions du modèle PLSR sur ce même marqueur à
partir des spectres, il est possible de juger de l’équivalence des deux approches.
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La moyenne des différences entre les deux méthodes présentée sur l’axe des y est observée
en 0, ce qui indique que celles-ci sont aléatoires et s’équivalent. Mais, de manière générale,
l’observation la plus importante est le fait que les points soient fort éparpillés sur l’axe
des différences, et que nombre d’entre eux sortent des lignes pointillées, qui distinguent
la marge d’accord entre les deux méthodes.
On peut donc conclure que, sur base de l’analyse statistique des différences entre elles, les
analyses univariée et multivariée ne peuvent pas être considérées comme équivalentes.



Chapitre 4

Conclusion

L’objectif de ce mémoire était d’étudier l’application des méthodes ASCA, permettant
d’allier réduction de dimension et modélisation linéaire dans le cadre de données spectrales
caractérisées par un design expérimental à niveaux multiples.

Nous avons pour ce faire retracé les méthodologies utilisées jusqu’alors. Les modèles
pionniers dans le domaine tel que l’ASCA ont ainsi été rejoints par leur variante ASCA+
où la modélisation s’articulait cette fois à l’aide d’un GLM. Le MLSCA décrit par Tim-
merman permettant d’adapter une structure à 2 niveaux dans la modélisation a également
été présenté. Il est à noter que le fonctionnement de ce-dernier n’aurait pas pu être utilisé
pour modéliser le design expérimental étudié, puisque les données étaient ici structurées
en 3 niveaux (patient, visite, échantillon).
A travers la partie théorique, nous avons décrit les étapes faisant partie de sa méthodolo-
gie. Au sein de celles-ci, nous avons fourni des outils permettant de mesurer l’importance
des différents effets composant le modèle, ainsi que des tests d’hypothèses permettant de
vérifier la significativité de ceux-ci sur base d’un bootstrap paramétrique.

A l’aide de l’analyse du cas de Spinovit, il a été possible de mettre en avant certains
avantages, et inconvénients, de l’application de la méthodologie LIMM-PCA en pratique.
En comparaison avec l’analyse univariée effectuée sur le marqueur, le modèle LIMM-PCA
permet d’accorder une plus grande importance à l’effet visite dans patient, ce qui n’avait
pu être observé sur base du modèle linéaire mixte univarié, ni sur base d’une PCA sur les
spectres.
Cet effet visite semblait même tellement systématique qu’il nous a poussé à nous ques-
tionner sur le fait qu’il pourrait être considéré comme fixe dans le modèle. C’est une
analyse qui pourrait être conseillée à l’équipe en charge du projet, car elle permettrait,
si l’effet visite s’avérait systématique, de mettre en avant une possible anomalie dans la
prise d’échantillons entre les deux visites.
Toutefois, une interrogation persiste quant à la conclusion qui peut être tirée de cette
observation. En effet, cela aura soit permis de mettre en avant une possible faille dans
le projet Spinovit, prouvant alors que l’apport du LIMM-PCA dans ce cas de figure est
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très utile pour procéder à une analyse de répétabilité-reproductibilité. Soit au contraire
d’insister sur le travail efficace réalisé par la startup dans leur recherche d’une valeur
représentant adéquatement le marqueur d’intérêt, qui n’est peut-être ponctuellement pas
soumise à l’effet visite observé sur les spectres, couvrant une zone d’intérêt plus large.

Cependant, quelques inconvénients de la méthode, déjà soulevés par M. Martin [12],
peuvent êtres mis en avant. Le premier trouve sa source dans le biais accordé aux représen-
tations visuelles des matrices augmentées, qui ne permettent pas de tirer de conclusions
quant à la significativité des effets, leur but étant plutôt de permettre la simple visuali-
sation de différents effets du modèle en parallèle.
Une solution à cet inconvénient est proposée par Liland (2018)[10], qui suggère de visuali-
ser l’incertitude liée aux estimateurs des niveaux des différents effets à l’aide d’ellipsoïdes.
Le second inconvénient est induit par l’influence de la première PCA, permettant la ré-
duction de la dimension du jeu de données et l’orthogonalisation des réponses, sur la
généralisation des résultats, qui n’est pas quantifiable et pourrait permettre des raccour-
cis erronés.

Néanmoins, nous estimons que la contribution du LIMM-PCA au domaine d’intérêt
est significative, dans le sens où il permet de généraliser les modèles ASCA à tous les
cas de figure expérimentaux qui pourraient être rencontrés dans ce genre d’analyse multi-
factorielle, ainsi qu’à permettre la comparaison des contributions liées aux effets fixes et
aléatoires au sein du modèle.
De plus, cette méthode bénéficie d’un lien direct avec le domaine de la modélisation li-
néaire mixte, qu’elle utilise dans son étape de modélisation, si bien que toute innovation
dans le domaine pourrait aisément y être incorporé.
Finalement, nous jugeons que cette méthodologie pourrait être utilisée dans un champ
d’application plus large au sein de la chimiométrie, tant le nombre de possibilités de
designs expérimentaux différents est grand.
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Annexe A

Histogrammes des distributions
obtenues par bootstrap des LLR (dans
le LMM)

Dans les figures ci-dessous, la fréquence des valeurs simulées du LLR à travers le
bootstrap sont représentées par les colonnes grisées. Le point rouge représente la valeur
observée du LLR. La ligne bleue trace la densité des valeurs simulées, la ligne jaune
représente la densité d’une χ2 et la ligne verte représente la mixture de χ2 par laquelle
cette densité est approximée en pratique.
Ces graphiques permettent aisément de confirmer la très faible p-valeur associée au test
de ces 2 effets puisque la véritable valeur du LRR est toujours largement supérieure aux
valeurs simulées.

(a) Pour l’effet patient. (b) Pour l’effet visite.

Figure A.0.1: Histogramme du LLR obtenu par bootstrap pour les différents effets.
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Annexe B

Graphes quantile-quantile des
coefficients du modèle linéaire mixte
univarié

Les graphiques présentés ici permettent d’illustrer la tendance normale suivie par les
coefficients des composantes aléatoires du modèle linéaire mixte, à savoir, γP et γV .

(a) Effet patient. (b) Effet visite.

Figure B.0.1: Graphes quantile-quantile pour les composantes aléatoires du LMM
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