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1. Introduction

La nécessité d’une intensification durable des systémes agroalimentaires devient inévitable pour
continuer a nourrir une population croissante, tout en minimisant les impacts environnementaux
engendrés. Parmi les options a 1’essai, I’association de cultures peut étre utilisée pour augmenter
les rendements de ces cultures grace a une meilleure répartition des ressources ainsi qu’a
I’amélioration de leur accessibilité (Guvenc & Yildirim, 2008). En plus d'atteindre une plus grande
productivité (Gaudio, et al., 2019) , la diversification des systemes de culture grace a des
associations stratégiques de cultures fournissent des avantages intéressants comparativement aux
cultures pures a de nombreux égards. D’abord en termes économiques, en améliorant la stabilité des
rendements (Igbal, et al., 2019) , ensuite, en termes de services agro-systémiques, en réduisant le
risque associé¢ aux ravageurs et pathogenes (Boudreau, 2013). Leur intérét se manifeste également
en améliorant qualité des sols (Tang, et al., 2020) ou encore en permettant le développement et le
maintien d’une biodiversité plus importante (Sayed Roholla & Hamdollah, 2011).

Malgré leur potentiel évident pour I’intensification durable, les paramétres écophysiologiques, tels
que la complémentarité, la compétitivité ou encore les dynamiques spatiales et temporelles du
développement architectural des différentes especes associées sont nombreux. Bien qu’étant
déterminants dans le succes ou non d’une association, ils ne sont que peu abordés dans la littérature
scientifique. De plus, les données disponibles les concernant sont rares et parfois méme
controversées en ce qui concerne les cultures en maraichage (Chevalier et al., 2021). Il est donc
clair que la détermination de parametres fiables conditionnant le succes d’une association serait une
avancée déterminante pour 1’établissement de systémes de cultures en association et ainsi ouvrir une
nouvelle voie vers une agriculture plus durable.

Pour ce faire, il est important de tester empiriquement certaines associations qui fonctionnent, ¢’est
a dire qui démontrent une supériorité en termes de services agro-systémiques et/ou économiques
comparativement a leurs cultures non-associées, et d’autres qui ne fonctionnent pas. En étudiant et
en comparant de telles associations, il devrait étre possible d’identifier et de quantifier les
parametres les plus importants, conditionnant le succes ou 1’échec d’une association. Il est donc
essentiel de pouvoir comparer efficacement de nombreuses répétitions pour plusieurs associations.
Pour rendre cela possible, il est nécessaire de pouvoir compter sur des méthodes de phénotypage
simples et rapides, comme celles basées sur 1’acquisition et I’analyse d’images. Les méthodes de
phénotypage par images offrent de nombreux avantages. Par exemple, elles sont non-destructives,
ce qui signifie que les données phénotypiques peuvent étre collectées sur les mémes individus, tout
au long de I’expérience.

L’analyse par imagerie numérique est également abordable et peut étre adaptée a un large éventail
de systémes expérimentaux (Lobet et al., 2011). L une des causes de cette flexibilité est le
découplage temporel que I’analyse d’image permet entre 1’expérience et la collecte des données
(Lobet et al., 2013) puisque les images sont virtuellement éternelles et ne se dégradent pas avec le
temps. Elle se préte également a I'automatisation, ce qui permet d'étudier des échantillons de grande
taille pour une puissance statistique accrue (Mutka & Bart, 2015). Un cas particulier de I’analyse



d’images est la segmentation sémantique. Cette méthode consiste a attribuer une classe a chacun
des pixels de I’image, et est le sujet principal de ce travail.

Lorsque les photos sont prises en champs, elles peuvent étre trés hétérogenes, méme si elles
capturent le méme objet. Il peut y avoir des différences de luminosité, de contraste, il peut y avoir
des ombres. Le contexte peut aussi étre différent avec la présence d’autres objets (comme des outils,
des rochers, etc.) ou encore des sols de différentes textures. Tous ces ¢léments font qu’il est
extrémement difficile de réaliser du phénotypage automatisé sur base d’images en extérieure. Ce
probléme est exacerbé dans le cas d’associations de cultures puisque ces différences peuvent se
matérialiser différemment pour chacune des espéces ou variétés, ainsi qu’a toutes leurs
combinaisons possibles. La solution fonctionnant théoriquement le mieux actuellement est
I’apprentissage supervis¢ (Pound, et al., 2017). Théoriquement parce que, en pratique, les méthodes
issues de ce paradigme requierent aujourd’hui I’annotation manuelle d’images (voir Figure 1). Dans
le cas particulier de la segmentation sémantique, ce travail d’annotation devient tres laborieux
puisqu’il doit se faire sur chacun des pixels de I’image et peut prendre jusqu’a une dizaine d’heures
par image (Fuentes-Pacheco, et al., 2019).



1.1. Etat de I’art du phénotypage de plantes par segmentation
d’images

Il existe 2 grandes catégories de méthodes pour segmenter des images. Les méthodes supervisées et
les méthodes non-supervisées.

Avant de discuter ces paradigmes en détails, il convient d’introduire le concept de segmentation
d’images. Segmenter une image signifie attribuer a chacun de ses pixels une classe, en fonction du
type d’objet auquel elle appartient. On peut réaliser une segmentation binaire, ¢’est-a-dire classifier
selon 2 classes chaque pixel, lorsque 1’on cherche a identifier un seul type d’objet. On attribuera
alors la classe 1 a cet objet et la classe 0 a tout le reste. Cet exemple est illustré sur la Figure 1.

Ce type d’analyse peut permettre de rendre cet objet quantifiable. Par exemple, dans le cas de
plantes, cela peut permettre de quantifier sa surface foliaire en additionnant tous les pixels qui se
voient attribuer la classe 1. On peut procéder de fagon similaire lorsque I’on segmente des canopées
multi espéces.
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Figure 1 : Segmentation d’une image de fenouil. On voit que chaque pixel de ’'image de gauche
se voit attribué une classe sur le résultat de droite. Cette classe est représentée par la couleur :
jaune pour le fenouil et mauve pour le reste. L’image de droite est communément appelée

« masque de segmentation ».

J 1.1.1. Méthodes Non Supervisées

Dans la recherche en agronomie, les méthodes de phénotypage par analyse d’images sont utilisées
couramment depuis longtemps. En effet, l'introduction de I'automatisation et de 1'imagerie
numérique a large échelle par Leister et al., (1999) a permis la collecte rapide d'images de plantes
de maniere non destructive. Toutefois, I’analyse requérait encore le passage d’un expert afin
d’extraire I’information utile des images collectées. Par la suite, les analyses de phénotypes par
analyse d’images se sont multipliées : Arvidsson et al (2011) ont créé une plateforme de
segmentation d’Arabidopsis thaliana afin de pouvoir comparer les dynamiques de croissances de




différents génotypes. Granier et al. (2006) ont créé¢ une plateforme de phénotypage pour
Arabidopsis thaliana par prise d’images afin d’étudier sa réponse a différentes amplitudes de stress
hydrique. Walter et al. (2007) ont, quant a eux, pu établir une relation entre régime d’intensité
lumineuse et vitesse de croissance chez Nicotiana tabacum, grace a des séries temporelles
d’images.

Ces exemples ont pour point commun de requérir des conditions strictes, telles qu’une grande
homogénéité de contexte des images ou une seule et méme espece de plante. C’est une conséquence
directe du fait qu’elles fonctionnent principalement par indice de couleur ou par seuillage.

1.1.1.1. Indices de couleur

Le spectre de couleur est I'une des caractéristiques les plus couramment utilisées pour distinguer les
plantes de leur environnement (Hamuda & Glavin, 2016). Plusieurs travaux de recherche ont utilisé
la couleur pour séparer la plante du sol. Par exemple, dans les travaux suivants : (Rasmussen et al.,
2007), (Meyer & Neto, 2008) et (Kirk et al., 2009), les couleurs d’une image ont ét¢ utilisées pour
distinguer les plantes du sol et ainsi estimer leur surface foliaire. Le principe de cette méthode est de
convertir les images ayant trois canaux de couleurs, Rouge, Bleu, Vert (RGB), en image n’ayant
plus qu’un canal, le plus discriminant possible vis-a-vis de I’objet que 1’on souhaite isoler de son
environnement. Pour ce faire, de nombreux indices de couleurs (combinaisons linéaires, non
linéaires ou rapports de valeurs dans différents canaux) ont été développés. Une description des
principaux indices utilisés dans la littérature est disponible a I’annexe 6.1.

Utilisation des indices de couleur

Les indices de couleur ne sont pas une méthode de segmentation d’image per se. Ils sont plutot
apparentables a des méthodes de réduction de la dimensionnalité des images. Une fois I’image
réduite a un seul canal, il faut encore pouvoir classifier chaque pixel selon qu’il fait partie de la
plante d’intérét ou non. Afin d’effectivement segmenter I’image, il faut appliquer un seuil de
décision. Les pixels présentant une valeur sous ce seuil vont se voir attribuer une classe et ceux sous
ce seuil vont se voir en attribuer une autre. Par exemple, Bhanu & Jones (1993), ont comparé
différents indices: des images prises en serres ont été analysés en utilisant I’excedent vert (ExGR)
avec un seuil fixe de zéro, I’indice de différence normalisée (NDI) avec un seuil de zéro. Ce seuil
peut étre, comme ici, arbitraire et fixe ou étre calculé selon la méthode d'Otsu (Otsu, 1979), par
exemple. Bhanu & Jones (1993) ont également comparé les indices appliqués a des images prises en
champ : ExGR avec un seuil de zéro, NDI avec un seuil Otsu et ExG avec un seuil Otsu.

Bhanu & Jones (1993) ont obtenu les meilleurs résultats sur leurs images prises en extérieur, par
ExGR avec un seuil de zéro et ExG avec un seuil déterminé par la méthode de (Otsu, 1979).



Inconvénient majeur des indices de couleurs

Les méthodes ayant recours aux indices de couleurs et au seuillage peuvent étre performantes
lorsque l'arriere-plan est uniforme. Dans ce cas, I’utilisation d'une seule métrique pour séparer les
pixels végétaux et non végétaux peut etre simple. Cependant, méme lorsque les plantes sont
imagées dans des conditions de serre, une complexité de fond supplémentaire est souvent présente.
Dans certains contextes, les surfaces réfléchissantes peuvent imiter la plante et rendre les seuils
choisis incorrectes (Adams et al., 2020).

Toutes ces difficultés font qu’a moins d’avoir des conditions parfaitement contrdlées et des
contextes trées homogenes, la performance de ces méthodes est inadéquate pour pouvoir réaliser des
analyses précises (Lee et al., 2018).

1.1.1.2. Différenciation de calque

Une autre méthode populaire de segmentation d'image est la différenciation de frame introduite par
Das Choudhury et al. (2018) : une image contenant l'arriére-plan est utilisée comme référence.
Ensuite, la différenciation de calque identifie tous les pixels d'une image donnée qui sont différents
des pixels de l'image d'arriére-plan. Une contrainte majeure est qu’il faut trouver une image de
référence utilisable, représentative de 1’arriere-plan de I’ensemble de la collection d’images. La
différenciation de calque n’est donc possible que dans le cas d’expériences ou l'arriére-plan ne
change jamais. Si les images sont prises avec des arriére-plans différents, par exemple dans un
champ, comme dans le cas de ce travail, la différenciation des images présente un intérét limité.

1.1.1.3. Classification K-Means

Une autre approche souvent utilisée est le clustering K-means (MacQueen, 1967). Chaque pixel est
ici considéré comme une observation, et ses intensités spectrales (e.g. RGB) sont les
caractéristiques utilisées pour regrouper les pixels similaires. Il est également possible de moduler
I’information des images en considérant des espaces de couleur alternatifs tels que Teinte,
Saturation, Valeur (HSV) ou encore Cyan, Magenta, Jaune, Noir (CMYK), pour espérer améliorer
la performance du clustering, comme par exemple dans (Klukas, Chen, & Pape, 2014). Lorsque les
plantes sont jeunes, cet algorithme fonctionne particulierement bien (Adams et al., 2020).
Cependant, au fur et a mesure que les plantes vieillissent, la complexité des images croit et le
nombre de clusters nécessaires a déterminer pour avoir une segmentation correcte augmente
exponentiellement (Adams et al., 2020).

1.1.2. Méthodes Supervisées

Une fagon de s’affranchir du manque de robustesse des méthodes non-supervisées aux contextes
hétérogenes des images prises en extérieur est I'utilisation de méthodes supervisées. Le terme
supervis¢ signifie que ces méthodes requierent des données d’entrainement sous le format suivant :
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une partie nommée mesure (ou variable dépendante) qui constitue I’information visant a étre
prédite, et une partie nommée « caractéristiques » (ou variables indépendantes) qui contient
I’information que I’opérateur voudrait que son algorithme soit capable d’utiliser pour prédire la
variable dépendante.

Dans le cas de la segmentation d’image, la variable indépendante est la classe mesurée d’un pixel et
les variables indépendantes sont son spectre de couleur, par exemple RGB.

1.1.2.1. Apprentissage Automatique « Traditionnel »

L’apprentissage automatique est un champ d'étude de l'intelligence artificielle qui se fonde sur des
approches mathématiques et statistiques pour donner aux ordinateurs la capacité d’« apprendre » a
partir de données, c'est-a-dire d'améliorer leurs performances a résoudre des taches sans étre
explicitement programmés pour chacune (Apprentissage automatique, 2022). Le mot

« traditionnel » est couramment employé¢ dans la littérature pour en exclure 1’apprentissage profond,
abordé plus loin.

De nombreuses méthodes d’apprentissage automatique ont été testées dans le domaine de la
segmentation d’images de plantes : les foréts aléatoire (RF) (Breiman, 2001), les machines a vecteur
de support (SVM) (Hearst et al., 1998) et les réseaux de neurones complétement connectés (FCNN).
Ces derniers font partie du domaine de I’apprentissage profond et seront largement discutés dans ce
travail.

Adams et al. (2020) ont comparé ces trois algorithmes avec différentes méthodes de seuillage et ont
conclu que ces derniéres performaient le moins bien, suivi par les SVM, puis les RF et enfin les
FCNN qui ont montré la meilleur performance pour une tache une segmentation binaire
plante/arriére plant. Leurs plantes étaient vues de profil, sur fond blanc uniforme.

Lee et al. (2018) ont réalisé une analyse similaire sur des images zénithales sur fond de terre. Ils
sont arrivés a des conclusions similaires avec toutefois de meilleures capacités de généralisation
pour les RF.

Toutefois, une conclusion commune de ces 2 analyses est la difficulté a fournir des données
d’entrainement a ces algorithmes. Lee et al. (2018) ont méme créé leur propre software d’annotation
a cette fin car ils ont considéré que les outils disponibles sont inadaptés a la segmentation de
plantes.

1.1.2.2. Apprentissage profond

L’apprentissage profond comprend un ensemble de méthodes d'apprentissage automatique tentant
de modéliser avec un haut niveau d’abstraction des données grace a des architectures articulées de
différentes transformations non linéaires (Apprentissage profond, 2022). Les concepts de non-
linéarité et d’architecture sont discutés et expliqués sections 2.3.1.1 et 2.3.1.2.
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L’apprentissage profond a été largement étudi¢ pour I’analyse d’images, y compris dans
I’agriculture (Kamilaris & Prenafeta-Boldu, 2018). Comparativement aux méthodes plus
conventionnelles d’apprentissage automatique, 1’apprentissage profond peut apprendre
automatiquement les caractéristiques architecturales des plantes (telles que la forme des feuilles, de
la tige, leurs couleurs), ce qui évite de devoir manuellement identifier les plus discriminantes ou
d’en créer manuellement (Tang, et al., 2017). De plus, quand elles sont encodées manuellement, ces
caractéristiques ne sont pas assez robustes aux contextes hétérogeénes des images prises en champs.
Cela mene a une faible robustesse et a une faible capacité de généralisation des modeles plus
traditionnels et rend difficile I’application pratique de ces modeles, par exemple en agriculture de
précision (Lottes et al., 2018 ; McCarthy et al., 2010).

Les applications de ’apprentissage profond en matiére d’analyse d’images en agriculture sont
nombreuses :

Dyrmann, et al. (2017) ont entrainé un réseau de neurones convolutifs (CNN) basé sur
l'architecture du GoogLeNet (Szegedy, et al., 2015) pour détecter les plantes adventices dans les
cultures céréalicres.

Lottes et al. (2018) ont utilis¢ un FCNN composé d’un encodeur et d’un décodeur. Ils se sont servis
de séquences d’images, ce qui a permis d’exploiter I’information contenue dans I’arrangement
spatial des cultures, et d’ainsi améliorer la robustesse de leur modele dans la segmentation
sémantique d’images de cultures contenant des plantes adventices.

Milioto et al. (2018) ont utilisé un FCNN pour la segmentation sémantique d’images de cultures
contenant des plantes adventices, et y ont ajouté 14 indices de végétations. Ceci leur a permis
d’améliorer la segmentation des plantes avec un grand nombre de chevauchement, ainsi que la
robustesse a une grande variété de stades de croissance.

Wang et al. (2020) ont montré que seul 1’ajout d’un canal proche infra-rouge (NIR) augmentait
significativement la performance de leur FCNN, toujours dans la tiche de segmentation sémantique
d’images de cultures contenant des plantes adventices. Cet ajout est particulicrement intéressant
quand les conditions d’illumination sont fort changeantes, avec la présence d’ombres, par exemple.

Ces 5 exemples montrent que la reconnaissance d’adventices sous toutes ses formes est un sujet tres
étudié par la littérature. Bien que ce probléme puisse également étre considéré comme de la
segmentation de canopées multi-espece, il est trés différent de celui d’identifier chacune des especes
d’une canopée. En effet, dans la trés grande majorité des cas, les adventices restent a un stade ou
elles sont de petite taille comparativement aux cultures d’intérét. La taille devient donc une
caractéristique treés discriminante dans la plupart des cas. Tandis que dans les canopées multi-
especes de cultures maraicheres, les différentes plantes sont trés souvent intriquées les unes dans les
autres et la taille des individus n’est plus discernable de la masse. Ceci sera illustré dans la section
Résultats.
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1.1.2.3. Le probléme de I’obtention de données

Comme vu plus haut, plus I’hétérogénéité des images est grande, plus les méthodes non-supervisées
perdent leur intérét. Pour un probléme de segmentation multi-espéce dont les données présentent
une grande hétérogénéité par nature, il parait logique de s’orienter vers des méthode supervisées.
Parmi ces méthodes, 1’apprentissage profond est 8 méme de pouvoir segmenter des images avec
plusieurs especes différentes de fagon plus robuste que I’apprentissage automatique traditionnel
(Lottes et al., 2018 ; McCarthy et al., 2010 ; Picon Ruiz et al. 2020).

La contrainte majeure de la segmentation sémantique par apprentissage profond est qu’elle
nécessite un tres grand travail d’annotation manuelle pour les images en extérieur. Ce travail vient
du fait que, comme mentionné précédemment, I’apprentissage supervisé requiert de fournir aux
algorithmes des exemples de la tache que 1I’on souhaite les voir accomplir. Fournir ces exemples
implique, dans le cas de la segmentation de canopées multi-especes, d’annoter des images de
cultures en entourant des zones contenant des plantes et d’attribuer a ces zones des classes,
correspondant a leurs especes. Cela peut s’avérer compliqué car dans le cas ou les espéces sont tres
intriquées, les zones a entourer peuvent devenir complexes.

Ces annotations (ou labels) peuvent s’avérer non seulement pénible, mais aussi coliteuses a produire
(Picon et al., 2022 ; Rawat et al., 2022 ; Zhou et al., 2017 ; Sayez & De Vleeschouwer, 2022 ;
Ratner, Varma, & Hancock, 2019). Une durée de 10 heures par image a méme été rapportée par
Fuentes-Pacheco et al. (2019).

De plus en plus d’auteurs tentent de s’affranchir de cette contrainte. On voit, par exemple,
I’émergence de I’utilisation de jeux de données synthétiques (Picon et al., 2022 ; Barth et al., 2019 ;
Barth et al. 2018).

On voit aussi la recrudescence de I’apprentissage actif, un sous-domaine de 1’apprentissage
automatique, qui a pour objectif de réduire le travail d'annotation en sélectionnant et en annotant
uniquement les échantillons les plus informatifs. L'hypothése clé de I’apprentissage actif est que si
l'algorithme choisit les données a partir desquelles il apprend, il sera plus performant avec moins de
données, par rapport a un apprentissage basé sur des données choisies aléatoirement (Settles, 2019).
Une des facons les plus communes de sélectionner les images les plus importantes a annoter est
d’utiliser I’incertitude des modeles afin d’identifier les images les plus rentables a annoter (Zhou et
al., 2017 ; Guyon et al., 2011 ; Wang et al., 2016). Un autre indicateur couramment utilisé est la
diversité de prédiction, par exemple, entre différents morceaux d’une méme image (Zhou, et al.,
2017).

L’autre grand paradigme utilisé¢ pour réduire le labeur nécessaire a 1’annotation est la supervision
faible. C’est une approche de I’apprentissage automatique qui consiste a utiliser des données moins
exhaustives et souvent plus bruitées pour créer des jeux de données d’entrainement plus
volumineux et plus rapidement que ce qui pourrait étre produit par une supervision complete
(Ratner et al., 2019). 11 a également été suggéré que le fait d’avoir un jeu de données moins précis
mais plus diversifié et plus volumineux qu’un jeu de donnée parfait mais moins diversifié¢ et moins
volumineux pouvait amener a de meilleur résultats (Sayez & De Vleeschouwer, 2022). Ce
paradigme a déja été utilisé en I’agriculture par Wang et al. (2022) qui ont entrainé un modele sur
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des champs en France et I’ont utilisé pour délimiter des champs en Inde avec succés. Kim et al.
(2021) ont d’abord entrainé un classificateur de champs récolté/non-récolté, en ont extrait les cartes
d’activation de classes (CAM). Celles-ci sont grossi¢rement des cartes des zones discriminantes
d’une image, les zones qu’un réseau de neurones classificateurs a utilisées pour prendre sa décision
sur la classe a prédire (Zhou et al., 2016). Elles permettent donc d’utiliser I’avantage des
classificateurs d’étre plus simples a entrainer, par la plus faible complexité de leurs données
d’entralnement, pour en extraire une information sur la localisation des objets. Cette information
étant une zone de 1’image mettant en évidence les pixels discriminants, elle est parfois suffisante
pour sélectionner automatiquement les pixels qui serviront donnée d’entrainement pour une tache
de segmentation.

Plusieurs voies peuvent étre suivies pour réduire le travail d’annotation dans la segmentation de
plantes. (Sheikh, et al., 2020) ont, dans le but de segmenter des betteraves et des mauvaises herbes,
utilisé des pseudo-labels. Ceux-ci sont basés sur une supervision faible a base de clustering K-
means. Ensuite, ils ont calculé les normes des gradients de rétropropagation, une mesure qui indique
quels échantillons affecteront le plus les paramétres, dans le cas de mod¢les entrainés par descente
de gradient. Les échantillons ainsi détectés feront alors 1’objet d’une supervision plus forte. Les
auteurs montrent qu’une telle stratégie fonctionne mieux qu’une sélection aléatoire des échantillons
a annoter de facon précise. Picon et al. (2022) et Giildenring et al. (2021) ont synthétisé un jeu de
données pour entrainer un modele puis 1’utiliser pour segmenter de vraies images. Les premiers ont
ainsi traité un cas de segmentation de mauvaises herbes dans un fonds de mais tandis que les
seconds ont généré quelques exemples de feuilles de mauvaises herbes qu’ils ont ensuite « collé »
sur des images de différents fonds pour pouvoir segmenter de vraies mauvaises herbes de fagon
robuste au type de champ. Riehle et al. (2020) ont utilis¢ des indices de couleurs ainsi qu’une
méthode de seuil automatique pour obtenir des masques de segmentation approximatifs, utilisables
par d’autres algorithmes pour segmenter des images de mais et de betteraves. Petti & Li (2022)
travaillent sur la segmentation de fleurs de coton et utilisent un modéle entrainé sur une petite partie
de leur jeu de données annotée manuellement, puis 1’utilisent pour inférer sur une autre petite partie
de leur jeu de données et corrigent les erreurs. Ils montrent qu’il peut étre plus rapide de corriger
des erreurs d’annotations que de les construire a partir de rien.

1.1.3. Conclusion de I’état de I’art

Plusieurs éléments ressortent de cette revue de la littérature :

1. Les méthodes non supervisées ne fonctionnent que pour des cas bien particuliers d’images
de parcelles mono-espéces, treés homogenes ou en conditions contrdlées.

2. Lorsque la segmentation a réaliser est binaire (i.e. Plante/Fond) les méthodes dites
traditionnelles d’apprentissage automatique peuvent suffire et ont ’avantage de requérir un
travail d’annotation plus faible que I’apprentissage profond.

3. Quand la segmentation est non-binaire (multi-label), I’apprentissage profond apporte des
résultats plus robustes, par ses facultés a apprendre automatiquement les caractéristiques
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architecturales des plantes. Cependant, dans sa forme brute, il requiert un travail
d’annotation souvent trop coliteux pour étre raisonnable.

4. L’apprentissage actif et la supervision faible ont montré des résultats trés prometteurs pour
utiliser I’apprentissage profond dans la segmentation d’images de cultures en permettant de
réduire le colit d’annotation des images

5. A notre connaissance, il n’y a a ce jour aucune étude évaluant les possibilités d utilisation
de I’apprentissage actif et/ou de la supervision faible dans la segmentation de canopées
multi-espéces, hormis dans le cas particulier des adventices.

Au vu de la complexité des images de canopées multi-espéces et, par conséquent du coiit de leur
annotation manuelle, il parait nécessaire d’explorer les possibilités qu’offrent la supervision faible
et ’apprentissage actif afin de faciliter la segmentation sémantique de ce type d’image.

1.2. Objectifs

L’objectif de ce travail est d’aborder un des problémes de la segmentation supervisée : 1’obtention
de données d’entrailnement. Au travers des notions d’apprentissage actif et de supervision faible, ce
travail présente une méthode combinant arbres de décision et réseaux de neurones convolutifs ayant
pour but de réduire le temps et le travail nécessaire pour entrainer pour fournir a un modele des
masques de qualité suffisante pour pouvoir segmenter efficacement des images de canopées multi-
especes.

C’est, a notre connaissance, la premicre fois que des arbres de décision boostés par gradient sont
utilisés pour générer des pseudo-labels pour une tiche de segmentation. C’est également la premicre
fois qu’une tache de segmentation de cultures associées utilise des données d’entrainement basées
uniquement sur des cultures pures.
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2. Matériel et Méthodes

Cette section vise tout d’abord a exposer le type d’images utilisées dans ce travail, avant de
présenter la méthode proposée.

Ce travail s’est déroulé en 5 étapes :

0. la collecte d’images de cultures pures dont I’espéce est indiquée (réalis¢ dans le cadre de
Chevalier (2022))

1. la segmentation binaire de ces images grace a des arbres de décision boostés sous forme
d’apprentissage actif

2. la conversion de ces masques binaires en masques multi-classe grace aux labels associés aux
parcelles

3. D’entrainement d’un réseau de neurones complétement convolutifs (FCNN) sur ces images et
leurs masques de segmentation obtenus a 1’étape précédente

4. Tutilisation du FCNN pour prédire les masques de segmentation sur des images des
canopées de cultures associées.

Chacune des étapes 1 a 4 sera vue en détails. Un schéma illustratif est disponible Figure 2.

Enfin, le lecteur pourra trouver une description des logiciels utilisés, ainsi que le matériel
informatique.
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Figure 2 : Schéma récapitulatif de l1a méthode globale. 1) segmentation binaire des images de cultures
pures grave a LeafPainter. 2) Conversion des masques binaires en masques multi classes grace a la
connaissance de la culture pure concernée. 3) Entrainement d’un FCNN a segmenter les images de
cultures pures en fonction de I’espéce des plantes. 4) Utilisation du FCNN entrainé pour inférer sur les
images de cultures associées et obtenir leurs segmentations.
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2.1. Jeu de données

Le jeu de données contient 2386 images RGB zénithales de parcelles de cultures, prises a
approximativement 2 métres du sol. Les parcelles peuvent contenir soit une culture pure de
légumes, soit une culture associée de 2 légumes. Il y a au total 8 espéces de 1égumes : Brocolis
(BR), Fenouil (FE), Haricot Nain (HN), Haricot a Rame (HR), Chou Cabus (CC), Chou Fris¢ (CF),
Oignon Blanc (OB) et Laitue (L). Le jeu de données comporte des images de chaque espéce en
culture pure et de chaque combinaison possible de 2 1égumes, excepté pour les laitues qui sont soit
en culture pure, soit en culture associ¢e avec des Haricots Nains. Plusieurs plantes de la méme
espece apparaissent sur chaque photo. A chacune de ces photos est associé le nom de 1’espece ou
des especes y figurant. C’est une information importante pour la suite car cela signifie que pour les
images en cultures pures, on peut poser I’hypothése que I’espece de plante de chacun des pixels de
la classe « plante » est connue. Cela n’est pas exact car il peut y avoir des mauvaises herbes ou des
plantes d’une parcelle voisine qui débordent sur celle prise en photo, mais pour la grande majorité
des pixels, cette hypothése est vérifiée.

Chaque parcelle a été prise en photo 4 fois, au cours des 4 mois de I’expérience : Juillet, Aout,
Septembre, Octobre. Cela implique que les plantes ont été prises en photo a 4 stades de croissance
différents et selon des ensoleillements différents.

Ces photos ont été prises soit a la ferme de Lauzelle, soit chez un des 20 maraichers volontaires.
Ces images présentent donc des contextes variables par leurs localisations, lesquelles améne
différents types de sols, agencements des cultures, outils présents sur les parcelles, etc... Un autre
type de diversité est amenée par le fait que des maraichers différents peuvent avoir des fagons
différentes de cultiver, ce qui peut se refléter sur les plantes elles-mémes. On peut par exemple
avoir des plantes ayant des contenus en azote différents, ce qui va directement se répercuter sur leur
couleur.

Nous avons donc une trés grande hétérogénéité, due a 5 facteurs : les combinaisons d’especes, les
stades de croissance, les conditions lumineuses, le contexte géographique et les techniques
culturales des agriculteurs.

L’acquisition des images a été réalisé dans le cadre des travaux de Chevalier (2022).
I’appareil photo utilisé était constitué de 6 modules OEM de caméra OV2640 (Omnivision), RGB,
2Mpixels, embarqué sur un module ESP32-Cam (https://docs.ai-thinker.com/en/esp32-cam),

installés paralléelement [’un a 1’autre, & 3 cm 1’un de I’autre sur une grille de 3 colonnes et 2 lignes et
équipés d’un filtre passe-bande a 450x10, 568x10, 676x10, 700x25, 730x10, 850x25 nm de la
marque Edmund Optics.
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Figure 3 - Localisation des quatorze parcelles ou des photos ont été prises. Les lettres représentent les
onze maraichers participants. Le symbole de 1'astérisque représente la parcelle de la ferme de Lauzelle.
Seuls treize points sont représentés sur la carte, car deux des quatorze parcelles étaient situées au méme
endroit (c). Ceci est la figure 33 de (Chevalier, 2022)

2.1.1. Etape 0 : collecte d’images de cultures pures dont
I’espéce est indiquée

Ces images ont été collectées en méme temps que les images d’associations par Chevalier (2022).
Puisqu’il n’y a en théorie qu'une seule espéce sur la photo, tous les pixels segmentés comme

« plante » sont de cette espece. Cela signifie que nous n’avons besoin de segmenter ces images que
de facon binaire (plante : fond) pour constituer un jeu de données bi-classes. Comme vu
précédemment, la segmentation binaire peut étre réalisée par des techniques d’apprentissage
automatique traditionnelles bien moins exigeantes en données, puisqu’elles peuvent fonctionner
uniquement sur base de la couleur des pixels, contrairement aux FCNN. Cela implique cependant
qu’il faut entrainer le modeéle en ne lui fournissant que des exemples de pixels isolés. Pour ce faire,
nous avons développé une petite application appelée « LeafPainter » dans laquelle I'utilisateur peut
charger une image, entourer manuellement une zone a I’aide de la souris et lui attribuer un label
(plante ou fond). L’application va extraire chaque pixel de la zone puis stocker ses valeurs RGB
ainsi que sa classe dans une table de données, comme illustré sur la Figure 4.
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2.2. Segmentation Binaire et Apprentissage actif

2.2.1. Les arbres de décision Boostés par gradient :
explication de I’algorithme

Cette étape a pour but de segmenter les images de fagon binaire, c’est-a-dire de n’avoir que 2
classes a prédire : Fond ou Plante.

L’algorithme choisi est un ensemble d’arbres de décision boostés par gradient (GBDT). Cet
algorithme est une technique d’apprentissage automatique utilisée dans les taches de régression et
de classification, entre autres. Le principe repose sur un modele de prédiction qui est un ensemble
d’arbres de décision faibles. Ces arbres sont créés de maniére séquentielle, chaque arbre ayant
grossierement pour tache de corriger les erreurs de 1’arbre qui le précéde dans la séquence
(Breinman, 1997).

Explication intuitive de [’algorithme

Le principe d’un ensemble d’arbres de décision boosté par gradient pour un probléme de
classification est le suivant.

1. Prédire pour chaque échantillon (c’est-a-dire un la classe d’un pixel et son spectre de
couleur RGB) le logarithme de la cote associée aux valeurs observées.
Par exemple, si on a 4 échantillons appartenant a la classe 1 et 2 échantillons appartenant a
la classe 0, la prédiction sera de 0.69

2. Convertir cette prédiction en probabilité d’appartenir a la classe 1.
Par exemple, dans ce cas la probabilité d’appartenir a la classe 1 sera de 0.66

3. Calculer I’erreur de prédiction (ou pseudo-résidu) de chaque échantillon par rapport a la
probabilité : (réalité — prédiction)

Par exemple, dans le cas d’une prédiction de 0.66, les échantillons appartenant a la classe 1
auront un pseudo-résidu de 0.44 et ceux appartenant a la classe 0 auront un pseudo-résidu de
-0.66.

4. Construire un arbre de décision ayant pour but de prédire les pseudo-résidus pour chaque
¢chantillon.

5. Convertir les pseudo-résidus prédis a chaque feuille (c’est-a-dire les régions terminales des
arbres) en logarithmes de cotes.

6. Pour chaque échantillon, ajouter a la prédiction de 1’arbre précédent (ou au logarithme de la
cote prédite a I’étape 1 si on est dans la premicre itération de I’algorithme) I’output de
I’étape 5 associé a cet échantillon, multiplié par une constante appelée taux d’apprentissage

7. Revenir a I’étape 2
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Explication formelle de [’algorithme
Soient

e v, :laclasse mesurée de I’ échantillon i
e ¥, :laclasse prédite de I’échantillon i
e n:le nombre total d’échantillons
e M : le nombre total d’arbres de décisions du modele
e £, : le tout premier sous-modele, qui initialise la prédiction pour chaque échantillon
e f; :arbre de décision avec [ > 1)
e F; :le mod¢le au stade j, c’est I’ensemble des sous-modéles fy a f; : F; = {fo, s f]}
o F: {fo,fj, ...,fM}, le modeéle au stade final
e p;; : laprobabilité prédite par F; que I’échantillon i appartienne a la classe 1
Pij
1—Ijij

e cote;;: la cote de I’échantillon i d’appartenir a la classe 1 au stade j. cote;; =

e Xx; :les variables indépendantes de 1’échantillon i

e X:I’ensemble des variables indépendantes de tous les échantillons X = {x,, ..., X, }
e 1;j : le pseudo-résidu de prédiction de I’¢chantillon i par Fj

e Ry :lak®™ e feuille de I’arbre j

e [r:la constante d’apprentissage

e L :lafonction de colt a minimiser : le log(vraisemblance) :

L(yi, pij) = —(ydog(p;;) + (1 — y)log(1 — py;)) Eq. 10

ou log est le logarithme népérien.
Puisque le modele ne prédit pas des probabilités mais des logarithmes de cotes, et au vu de
I’identité

exp (log(coteij)) Eq. 11
p-- =
7 1+exp (log(coteij))

On peut montrer que I’équation 10 peut étre réécrite sous la forme :
L(yi ,1o g(cotei]—)) = —y,-log(cotel-]-) + log (1 + exp(lo g(cotei]-))) Eq. 12

et son gradient :
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dL ()’i : log(COteii)) B exp(log(cote,)) Eq. 13
dlo g(cotei]-) " 14ex p(log(cotei))

Grace a I’identité de I’équation 11, ’équation 13 peut étre exprimée en
fonction de p;; :

dL (yi ,log(cote,-j)) Eq. 14
= DPij —Yi

d log(cote,—j)

L’étape 1 devient donc: initialiser le mod¢le avec une valeur constante telle que

foX) = argmin ¥f;_q; L(y;, log(cote)). Cette valeur correspond en réalité au logarithme de la
log(cote)

cote associée aux valeurs observées.

dL()’i Fj(xi))

Les étapes 2 et 3 deviennent : calculer les pseudo résidus : 75 = 4F (%)
j(xi

L’étape 4 devient : créer un arbre de décision f;,;(x;) = r;; pour chaque (ij).

Comme on limite le nombre maximal de feuilles de chaque arbre, il peut y avoir plus de pseudo-
résidus (r) que de feuilles (R). Une méme feuille R ; peut donc contenir plusieurs pseudo-

résidus .

L’étape suivante consiste a déterminer la prédiction de chaque Ry ;.. Au stade actuel, elles ne
contiennent que des pseudo-résidus et le modele doit prédire des log(cote). Cette valeur de
log(cote) predite a partir des résidus de chaque feuille Ry 4 est calculée a partir de I’équation

suivante :
Eq. 15
log (cotey j,1) = argmin 2 L(yl-, Fi(x;) + log(cote)) q
log(cote) Xi€Rpj41
On peut montrer que la solution de 1’équation 15 est :
ZrijERk,j+1 rl] Eq- 16

log (cotey j11) =
S R (1 -py)
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L’étape 5 devient : conversion des ;; = fj,1(x;) en log(cotek, j+1)ﬁce a I’équation 16.

L’étape 6 devient : mise a jour du modele : Fj 4 (x;) = F;(x;) + Ir log(cotek,jﬂ)’étape 7
devient : retour a I’étape 2 jusqu’a convergence ou arrét prématuré de la part de I'utilisateur.

Classe

R G B

I, wbk . W 111 132 128 1

Figure 4: Exemple illustratif de conversion des zones annotées en table de données structurées. Des
zones de l'image sont annotées, les pixels en sont extraits et leurs valeurs Rouge (R) Verte (V) et Bleue
(B) sont notées dans une table. L’utilisateur spécifie ensuite la classe de la zone qu’il a annotée (Plante
=1, Fond = 0) et elle est ajoutée a toutes les lignes correspondant aux pixels de la zone annotée.

2.2.2. Les arbres de décision Boostés par gradient :
Implémentation

Le choix de I'implémentation s’est porté sur la librairie LightGBM version 3.2.0 de Microsoft (Ke,
et al., 2017). Cette librairie, écrite en Python, offre une implémentation robuste, testée et validée par
des milliers d’utilisateurs dans le monde. C’est également I’implémentation qui offre la meilleure
performance en termes de vitesse, de mémoire utilisée et de précision (Ke, et al., 2017), bien que
dernier point soit contesté (Hancock & Khoshgoftaar, 2020). Méme si ces trois points ont une
grande importance, c’est surtout celui de la vitesse qui a été déterminant dans ce choix de
I’implémentation (voir section Apprentissage Actif).
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2.2.3. Les arbres de décision Boostés par gradient :
Optimisation des hyperparametres

Afin de tirer le meilleur parti des arbres de décision boostés par gradient, il convient d’optimiser
leurs hyperparamétres (i.e. les paramétres non apprenables par le model, que 1’utilisateur doit
fournir lui-méme). Les hyperparametres communément acceptés comme étant les plus importants
(Boehmke & Greenwell, 2017), (Scikit-Learn, 2021) sont listés dans le Tableau 1.

Afin d’optimiser ces hyperparametres, un jeu de données d’approximativement 10 millions de
pixels a été constitué¢ en annotant des zones d’images choisies arbitrairement, suivant le protocole
illustré sur la Figure 4. Ces pixels proviennent de 68 images. Ces images ont été sélectionnées de
sorte a ce que le jeu de données contiennent des images de chaque espece de plante, vue chaque
mois, a chaque stade de croissance. Cette diversité permet de s’assurer que ce jeu de données
restreint est bien représentatif de la distribution du jeu de données complet. Le jeu de données a
¢galement été créé de sorte a avoir approximativement autant de pixels de plantes que de fonds.

Ensuite, les parametres ont été optimisés par validation croisée :

1. Un ensemble de valeur des hyperparameétres est choisi.

2. 70% des pixels du jeu de données restreint, choisis aléatoirement, sont utilisés comme
données d’entrainement, tandis que les 30% restant sont utilisés pour mesurer la
performance du modéle, a la fin de I’entrainement. Ces 2 sous jeux de données se nomment
respectivement le set d’entrainement et le set de validation.

3. Le mode¢le s’entraine sur le set d’entrainement et mesure sa performance sur le set de
validation.

4. L’étape 3 est répétée 20 fois

5. Les 20 performances mesurées sur le set de validation sont moyennées et deviennent le
score de I’ensemble de valeurs d’hyper paramétres déterminés a 1’étape 1

6. On retourne a I’étape 1 ou on arréte de la validation croisée si I’on estime avoir testé
suffisamment de combinaisons d’hyperparameétres.

7. L’ensemble d’hyperparamétres ayant obtenu le meilleur score devient I’ensemble choisi
pour le mode¢le final.

Cette validation a été réalisée avec la fonction « gridsearch » de la plateforme Weights & Biases
(Biewald, 2020). Cette fonction prend en entrée une liste de valeurs pour un ensemble
d’hyperparamétres et réalise la validation croisée sur toutes les combinaisons possibles de ces
valeurs d’hyperparametres. Les intéréts de cette plateforme sont surtout son ergonomie, son
interface utilisateur permettant de suivre I’avancement de la validation croisée a distance et les
possibilités qu’elle offre de pouvoir sauvegarder ses résultats et les consulter a postériori de maniére
trés simple.

Afin d’évaluer la performance d’un modele, il convient tout d’abord de déterminer une métrique.
Dans le cas d’une classification, la précision peut ne pas suffire. En effet, il est important de
considérer les taux de faux positifs et de faux négatifs afin de pouvoir caractériser la nature des
erreurs commises. Dans notre cas, grace en partie a I’attention portée a I’équilibrage des données,
ces taux étaient similaires et la précision seule s’est avérée suffisante pour déterminer le choix des
valeurs des hyper parametres. Ces valeurs sont indiquées dans le Tableau 1.
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La précision obtenue est de 84.8% sur le set de validation.

Tableau 1 : Hyperparamétres des GBDT les plus importants, leurs valeurs aprés optimisation et leur

nature.

Parametre

Valeur optimisée

Nature du Parameétre

Nombre d’arbres

Constante d’apprentissage

Profondeur maximale d’un
arbre

Nombre minimal
d’échantillons par feuille

2.2.4.

actif

100

0.05

Le nombre d’arbres que
contiendra le mod¢le a la fin
de ’apprentissage

La constante par laquelle sera
multiplié la sortie du dernier
arbre créé avant d’étre ajoutée
au modele temporaire.
Autrement dit, la contribution
de chaque arbre a la sortie
finale.

Le nombre maximal d’étages
que peut avoir un arbre avant
une feuille.

Le nombre minimal
d’échantillons pouvant étre
regroupés dans une seule
feuille.

Etape 1 : La segmentation binaire de ces images grace
a des arbres de décision boostés sous forme d’apprentissage

L’annotation de zones aléatoires d’images ne parait pas tres efficiente, ni termes de temps, ni en

termes de données. L.’idéal serait de pouvoir connaitre pour chaque image les régions causant de la
confusion au mod¢le afin de n’annoter que celles-la. Comme expliqué dans la revue de la littérature,

I’apprentissage actif a précisément cette vocation.

25



Nous proposons dans ce travail une méthode itérative simple ayant pour but de n’annoter que les
zones des images pour lesquelles les prédictions sont fausses. La méthode consiste en 3 étapes
(Une démonstration visuelle est disponible a I’adresse
https://www.youtube.com/watch?v=IMpzxDt40Lc):

Annoter une zone de sol et de plante et faire une premicre prédiction sur le reste de I’image.
Annoter quelques zones ou le modele se trompe.
Refaire une prédiction sur le reste de I’image.

el S

Revenir a I’étape 2 si I'utilisateur n’est pas satisfait de la qualité du masque généré.

Pour implémenter cette méthode, nous avons créé une application appelée LeafPainter. Celle-ci
permet de se connecter a une base de données SQLite contenant la collection d’images, de rédiger
des requétes pour charger certaines images dans ’application, de réaliser la segmentation binaire
décrite par les étapes ci-dessus et de télécharger ensuite le masque binaire généré. Il est également
possible d’y charger n’importe quelle image directement, sans recourir a une base de données.

Elle a été réalisée avec le langage de programmation Python (Van Rossum & Drake Jr, 1994), grace
a la librairie Flask (Grinberg, 2018) qui permet de créer des applications en Python. L’interface a
été réalisée en HTMLS (Hickson & Hyatt, 2011), CSS (Lie, 1994) et Javascript (Eich, 2005).

2.3. Segmentation Multi-Classes

Une fois les masques binaires sur images de monocultures générés, nous pouvons entrainer un
FCNN a segmenter ces images, de fagon multi-classes, cette fois. Cela signifie que le FCNN devra
non seulement reconnaitre les pixels de plantes mais également 1’espéce a laquelle ils appartiennent.
Pour rappel, comme expliqué section 2.1, cela n’est possible que parce que les masques que nous
avons générés avec LeafPainter concernent des images de monocultures pour lesquelles les espéces
sont connues, et donc les espéces de chaque pixel de plantes, sont connues.

2.3.1. Les Réseaux de neurones completement convolutifs
(FCNN) : explications

2.3.1.1. Les réseaux de neurones complétement connectés

Avant d’aborder le sujet des FCNN, il convient d’expliquer ce que sont les réseaux de neurones

Un NN est un ensemble d'unités connectées appelées neurones. Chaque connexion, peut transmettre
un signal entre les neurones qu’elle connecte. Quand un neurone regoit un signal, il lui applique une
transformation, puis le transmet a d’autres neurones. Un neurone peut recevoir des signaux de

plusieurs neurones, auquel cas ils seront sommés puis cette somme subira une transformation. Cette
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transformation est une fonction qui porte le nom de fonction d’activation. La sortie de cette fonction
d’activation est I’activation du neurone. Les connexions entre neurones ont un poids qui s'ajuste au
fur et a mesure de l'apprentissage. Ce poids est un facteur multiplicatif appliqué au signal de sortie
d’un neurone. Il peut donc I’amplifier ou le réduire. En régle générale, les neurones sont rassemblés
en couches. Ces différentes couches peuvent effectuer différentes transformations sur leurs entrées.
Les signaux voyagent de la premicre couche (la couche d'entrée) a la derniere couche (la couche de
sortie) en passant par les couches intermédiaires (les couches cachées). Cette étape s’appelle « la
passe avant ». La fonction d’activation est dans la grande majorité des cas une transformation non-
linéaire. Les plus connues sont les fonction sigmoide et ReLU :

. . B 1 Eq. 17
Sigmoide(x) = 1+ exp(—x)
ReLU(x) = max(0, x) Eq. 18

27



Z=F(W, X, +W, X,)
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Figure 5 : Représentation schématique d’un réseau de neurones. A) Réseau entier. On peut y voir 3
types couches : la couche d’entrée, en rouge, contenant les variables indépendantes d’un échantillon, 2
couches dites cachées en bleu et la couche de sortie contenant la prédiction du réseau. Les fleches
symbolisent les connexions entre neurones ainsi que leurs poids. Par souci de clarté, seules les
connexions d’un neurone par couche ont été représentées. B) Vue plus détaillée d’un neurone. Les W
sont les poids. Les X sont les variables indépendantes. F est la fonction d’activation et Z est la valeur
d’activation du neurone. Le biais est volontairement omis par souci de cohésion.

Le but de la phase d’apprentissage d’un réseau de neurones va étre d’optimiser les valeurs de ses
poids afin de minimiser une fonction de cotit. Par exemple, dans le cas d’une régression, cela peut
étre I’erreur carrée moyenne. Pour ce faire, les réseaux de neurones mettent itérativement a jour les
différents poids et biais en fonction de I’impact qu’ils ont eu sur I’erreur de prédiction, cet impact
est calculé lors d’une étape appelée « passe arriere ». Cette mise a jour itérative des parametres
s’appelle la descente de gradient :

w:=w — lrvQ(w) Eq. 19

Ou w est ’ensemble des parametres du réseau, Ir est la constante d’apprentissage et Q est la
fonction de colit & optimiser. Le symbole Nabla signifie « gradient ». Par « gradient », on entend la
dérivée partielle de I’erreur de prédiction par rapport a un paramétre particulier.

Il existe de nombreuses méthodes pour utiliser le gradient pour optimiser les parametres d’un NN.
Ces méthodes sont couramment nommeées des optimiseurs. Les 2 les plus connus sont :
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e La descente de gradient stochastique (SGD) qui est quasiment identique a 1’équation 19,
sauf qu’elle s’applique successivement a des sous-échantillons aléatoires du jeu de données
(appelés des « mini-lots » de données ), plutdt qu’a I’ensemble du jeu de données.

e L’estimation adaptative du moment (Adam) (Kingma & Ba, 2014): qui est un des
optimiseurs les plus utilisés dans la littérature (He et al., 2021) :

Myo(w) Eq. 20
UVQ(W) + e

w:i=w — Ir

OU Myq(y) est le moment d’ordre 1 du gradient de la fonction de cofit en fonction des
parametres, calculé en réalisant une moyenne mobile exponentiellement pondérée de ce
gradient. Grace a ce terme, la mise a jour des parametres est réalisée, non pas uniquement
sur le gradient en un point précis de la fonction de colit, mais en tenant compte de
I’historique de ce gradient. Intuitivement, ce terme peut étre comparé a I’inertie du
gradient, ou a une balle qui roule sur une pente. Son mouvement ne dépend pas
uniquement du point ou elle se trouve, mais également de sa vitesse accumulée sur son
chemin. vygq(y,) est le moment d’ordre 2 de ce méme gradient, calcul€ en réalisant une
moyenne mobile exponentiellement pondérée du carré de ce gradient. Son intérét est
d’empécher les mises a jour trop brusques des paramétres puisqu’il pénalise celle-ci en
fonction du carré du gradient. e a été présenté par (Kingma & Ba, 2014) comme une
constante de stabilit¢ numérique, pour éviter la division par 0.

Pour plus d’information sur les différents optimiseurs existants, une revue récente a été réalisée par
(Haji & Abdulazeez, 2021).

2.3.1.2. Les réseaux de neurones convolutifs

Les réseaux de neurones convolutifs (CNN) sont un type particulier de réseaux de neurones
particulierement adaptés aux images. Ils sont trés similaires aux réseaux neuronaux complétement
connectés abordés plus tot : ils sont constitués de neurones dont les poids et les biais peuvent étre
appris par descente de gradient, multiplient un signal d’entrée et y appliquent ou non une non-
linéarité. Leur principe est de pouvoir transformer des pixels bruts d’une image en entrée en des
scores de classes en sortie (lorsqu’il s’agit d’une tache de classification).
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. Cartes d’activations Volume d’entrée des

Filtre convolutif Image d’entrée bidimensionnelles convolutions suivantes

Figure 6 : Illustration d’une succession de deux couches de convolution (CONYV). Les filtres de la
premiére couche convolent sur I’ensemble de I’image d’entrée. Ils ont donc ici une profondeur P de 3,
chacun. Seul le premier filtre de chaque CONYV est illustré. Comme le volume d’entrée de la 2°™
couche a une P de 6, cela signifie que 6 filtres au total ont convolé sur I’image d’entrée. En effet,
chaque filtre ne produit qu’une seule carte d’activation bidimensionnelle de largeur L et de hauteur
qui s’empilent sur une dimension de profondeur P. Cet empilement constitue le volume d’entrée de la
CONY suivante. Comme le premier volume d’entrée illustré ici a une P de 6, tous les filtres de la
deuxiéme CONYV auront également une profondeur de 6. Encore une fois, leur nombre sera le méme
que la P du deuxiéme empilement de cartes d’activation bidimensionnelles, ¢’est-a-dire 24.

La différence principale avec les réseaux neuronaux complétement connectés est que les CNN
possédent des couches particuliéres, appelées couches de convolution (CONV). Les parametres des
CONYV consistent en un ensemble de filtres apprenables. Chaque filtre est de faible taille en largeur
et en hauteur, mais s'étend sur toute la profondeur du volume d'entrée. Par exemple, un filtre
typique de la premiére couche d'un CNN serait de dimension 5x5x3 (c'est-a-dire 5 pixels en largeur
et en hauteur, et 3 pour les canaux RGB) et contiendrait donc 75 paramétres. Pendant la passe avant,
chaque filtre convolve sur la largeur et la hauteur du volume d'entrée et calcule les produits
scalaires entre les parameétres du filtre et les valeurs des pixels correspondant a la position du filtre
avant de leur appliquer une fonction non-linéaire telle que celles des équations 17 et 18, par
exemple. Lorsque ce filtre convolve sur la largeur et la hauteur du volume d'entrée, il produit une
carte d'activation bidimensionnelle contenant les sorties de ce filtre a chaque position spatiale.
Intuitivement, le réseau apprend des filtres qui s'activent lorsqu'ils voient un certain type de
caractéristique visuelle, comme un bord d'une certaine orientation ou une tache d'une certaine
couleur. Chaque couche CONV contient la plupart du temps plusieurs filtres et chacun d'entre eux
produira une carte d'activation bidimensionnelle distincte. Ces cartes sont empilées sur une
dimension de profondeur. La Figure 6 illustre les notions de filtres, de volumes d’entrée ainsi que
de cartes d’activation bidimensionnelles.

Il existe de multiples architectures de CNN qui différent les unes des autres par leurs
caractéristiques, comme le nombre de CONV qu’ils contiennent (i.e. leurs profondeurs), les types
de fonctions d’activations qu’ils utilisent, la taille et le nombre de leurs filtres,... Une parmi les plus
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célebres et les plus utilisées s’appelle « Réseaux de neurones résiduels » (Resnet). Elle fut présentée
par He et al. (2016) pour répondre a une problématique de 1’époque qui était que les CNN perdaient
en précision lorsque le nombre de CONV augmentait. Leur travaux ont ainsi permis de pouvoir
créer des architectures bien plus profondes et performantes. Il existe plusieurs variétés de Resnet,
tels que les Resnet18, Resnet50, Restnet152. Les nombres en suffixe correspondent au nombre de
CONYV que I’architecture possede. Ce travail sera basé autour d’un Restnet50 (voir section 2.3.2).

2.3.1.3. Les réseaux de neurones complétement convolutifs

Les réseaux de neurones complétement convolutifs (FCNN), pour la premicere fois présentés par
Long et al. (2015), sont un sous ensemble des CNN ne possédant que des CONV. En effet, certains
CNN sont rattachés a un NN pour les taches de classifications, par exemple. Dans cet exemple de
classification, les CONV servent d’extracteurs de caractéristiques qui sont ensuite utilisées en
entrée du NN pour la tache finale de classification. Les FCNN sont particulierement adaptés aux
taches de segmentation d’images (Hesamian et al., 2019 ; Liu et al., 2019 ; Liu et al., 2021).
Comme pour les CNN, il en existe plusieurs architectures. Une des plus connues et des plus
utilisées est le U-Net, développé par Ronneberger et al. (2015) et qui sera central dans ce travail.

Le U-net se compose d'une partie contractive (ou encodeur) et d’une partie expansive (ou
décodeur), ce qui lui donne une architecture en forme de U. Dans sa forme originelle, I’encodeur est
un réseau convolutif typique qui consiste en l'application de CONV suivies d’une activation de type
ReLU (voir équation 18). Pendant la contraction, l'information spatiale est réduite tandis que
l'information sur les caractéristiques est augmentée, via une profondeur de plus en plus importante
et par un nombre croissant de cartes d’activation bi-dimensionnelles. Le décodeur combine
l'information spatiale et l'information sur les caractéristiques par une séquence de convolutions
ascendantes. Cette combinaison implique des opérations de concaténation entre les méme étages de
I’encodeur et du décodeur (Voir Figure 7).

La littérature montre que n’importe quel CNN peut faire office d’encodeur (Chaurasia &
Culurciello, 2017). L*évolution des encodeurs par rapport a la premiére version de U-net a permis
d’utiliser des CNN plus performants. L utilisation de Resnets comme encodeur de U-net a été
réalisée pour la premicre fois par Zhang et al. (2018). IIs rapportent avoir eu une meilleure
performance qu’avec un U-net traditionnel. Ils expliquent cela par le fait que les connexions
résiduelles amélioreraient la propagation de I’information. Un autre intérét majeur d’utiliser une
architecture populaire de CNN comme encodeur est qu’il est souvent ais¢ de retrouver des
parameétres pré-entrainés.

Le pré-entrainement d’un CNN est a la base d’un paradigme appelé transfert d’apprentissage
(Weiss et al., 2016). Celui-ci consiste en entrainer un CNN sur une tache étalon, puis a utiliser ces
parametres appris pour raccourcir, voir méme améliorer 1’apprentissage d’une tache similaire
(Weiss et al., 2016). La tache étalon la plus célebre pour les CNN est la classification d’image
appliquée a un jeu de données appelé Imagenet (Deng, et al., 2009). Il s’agit d’une base de données
de plus de 10 millions d’images annotées, réparties en 1000 classes. Il est depuis lors devenu une
des références principales du transfert d’apprentissage. Il est possible de trouver en ligne des
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parametres appris sur celui-ci pour pratiquement toutes les architectures de CNN, et de les
télécharger. En effet, vu la taille de ce jeu de données, il est trés difficile de réaliser le pré-
entrainement soi-méme. Il existe néanmoins de nombreuses autres manieres de pré-entrainer un
CNN comme [’utilisation d’autres jeux de données de référence (Kamilaris & Prenafeta-Boldu,
2018), le clustering d’images similaires (George et al., 2018) et bien d’autres. Zhuang et al. (2020)
ont réalis¢ une revue complete des différentes possibilités. Dans le cadre de ce travail, seul le pré-
entrainement sur Imagenet a été étudié.

2.3.2. Description de I’architecture du réseau de neurones
complétement convolutif utilisée

Comme mentionné précédemment, 1’architecture utilisée est constituée d’un Resnet50 comme
encodeur, ainsi que d’un décodeur contenant une couche de suréchantillonnage pour chaque couche
de I’encodeur ou les dimensions de longueur et de largeur du volume sont divisées par 2 (voir
Figure 7). Pour complétement saisir la nature de 1’architecture, il convient d’introduire encore les
concepts suivants :

e Maxpooling - 11 est courant d'insérer une couche (dite de « maxpooling ») dans une
architecture CNN. Sa fonction est de réduire progressivement la taille spatiale de la
représentation afin de réduire la quantité de parametres et de calculs dans le réseau, et donc
de controler également l'overfitting. Cette couche de maxpooling consiste en un filtre qui va
glisser le long des cartes d’activation de fagon similaire aux filtres de convolution et
appliquer I’opération max() sur les ¢léments se trouvant a la méme position que le filtre (L1,
2022).

¢ Normalisation de lot - Il a ét¢ montré que CNN fonctionnent mieux (vitesse, stabilité,
robustesse) lorsque les données qu’ils regoivent sont normalisées (Ioffe & Szegedy, 2015).
Puisque chaque CONV d’un CNN peut étre considérée comme un mini CNN, loffe &
Szegedy (2015) ont eu I’idée de renormaliser les entrées des CONV successives, a
intervalles réguliers.

e Suréchantillonnage par mélange de pixel - Dans I’implémentation de base du U-net,
Ronneberger et al., (2015) ont utilisé des convolutions ascendante pour le décodeur. En
2016, Shi et al. (2016) ont mis au point une méthode de super-résolution (c’est-a-dire
augmenter artificiellement la résolution d’une image) basée sur le suréchantillonnage par
mélange de pixel. La méthode est basée sur une série de convolutions pour laquelle chaque
filtre aura pour tache d’apprendre une direction particuliere d’extrapolation. Shi et al. (2016)
montrent que leur méthode peut apprendre des transformations plus complexes et plus
précises que de simples convolutions ascendantes. En effet, le domaine de la super-
résolution est trés lié a la partie expansive du U-net puisque celle-ci augmente
progressivement la résolution spatiale du signal transmis par la partie contractive. Il n’est
donc pas surprenant que le suréchantillonnage par mélange de pixel apporte de bons
résultats.
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¢ Initialisation des parameétres - Avant I’entrainement, les paramétres des réseaux de
neurones se voient attribués une valeur. Cette attribution de valeur s’appelle I’initialisation.
Une initialisation non optimale peut compliquer la tiche d’apprentissage (He, Zhang, Ren,
& Sun, 2015). He et al. (2015) montrent que leur initialisation améliore les propriétés de

convergence des réseaux de neurones utilisant I’activation ReLU. Chaque paramétre sera
.y, . . . 2 N N
tiré d’une distribution normale ~N (O, n—) ou n,est le nombre de parameétres dans un filtre.
w

Seul le décodeur est concerné puisque 1’encodeur utilise des parametres pré-entrainés.
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Figure 7 : Illustration de I’architecture de FCNN utilisée lors de ce travail. Les deux bloques de
couches principaux utlisés sont résumés sous forme de « block décodeur » et de « block résiduel ».
Leurs contenus sont illustrés dans le coin inférieur droit de la figure. Les élément utilisés sont : la
Normalisation de lot (BN), des convolutions (Conv), dont les dimensions de hauteur et de largeur sont
indiquées respectivement sous la forme (HxW), I’activation ReL.U, du maxpooling (MaxPool) et le
surréchantillonage par mélange de pixel (Up). L’opération de concaténation signifie la superposition
des volumes d’entrée sur la dimention de profondeur. L’opération d’addition signifie I’addition
élément par élément des volumes d’entrée, sur la dimension de profondeur. Les symboles « /2 » et

« X2 » signifie qu’apreés passage dans cet élément, le volume d’entrée verra ses dimensions de hauteur
et de largeur respectivement divisées ou multipliées par 2 (arrondi au nombre entier supérieur).
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Tableau 2 : Description des caractéristiques et hyperparamétres du FCNN utilisé lors de ce travail.

Parameétre Valeur utilisée Nature du Parameétre
Le type d’encodeur utilisé
Encodeur** Resnet50 pour le U-net. Voir sections

Preé-entrainement de

[’encodeur**

Initialisation du décodeur*

Optimiseur**

Bi*

B2*

Oui, Imagenet

He

Adam

[0.85, 0.95]

[0.85, 0.95]

le-5

23.12et2.3.1.3

Si I’encodeur a été pré-
entrainé et de quelle fagon.
Voir section 2.3.1.3, dernier
paragraphe.

Valeurs des paramétres avant
entrainement. Voir section
332

Fonction d’optimisation
utilisée pour optimiser les
paramétres du modele. Voir
section 2.3.1.1, dernier
paragraphe.

Poids pondérant la moyenne
mouvante exponentiellement
pondérée d’ordre 1 utilisé par
I’optimiseur Adam. Valeurs
minimales et maximales que
prendra le paramétre au cours
du planning. Voir sections
23.1et23.33

Poids pondérant la moyenne
mouvante exponentiellement
pondérée d’ordre 2 utilisé par
I’optimiseur Adam. Valeurs
minimales et maximales que
prendra le paramétre au cours
du planning. Voir sections
23.1et23.33

Constante de stabilité
numérique utilisée par
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Fonction de coiit**

14

a %
Constante
d’apprentissage**

Taille des mini-lots

Taille ajustée des images

Combinaison entre FL et
LCDL

[1.2e-6, 3e-5]

500x500

I’optimiseur Adam. Voir
section 2.3.1

Fonction que I’optimiseur
cherchera a minimiser par
descente de gradient. Voir
section 38,

Constante d’importance de
I’incertitude de la FL.
Augmente la pénalité
attribuée aux pixels pour
lequel le FCNN est incertain.
Voir section 38

Facteur de pondération de
déséquilibre des classes de la
FL

Facteur multiplicatif du
gradient conditionnant
I’amplitude de la mise a jour
des parametres lors de la
descente de gradient. Valeurs
minimales et maximales que
prendra la constante
d’apprentissage au cours du
planning. Voir section 2.3.3.3

Le nombre d’échantillons
utilisés par itération de
descente de gradient.
Voit section 2.3.3.1

Les dimensions de hauteur et
de largeur auxquelles les
images ont été
redimensionnées. Voir section
2.3.3.1

Les parametres suivis de ** ont été optimisés de la méme fagon que ceux des GBDT (voir section 2.2.3) Les

parametres suivis d 'un * sont les valeurs par défaut de la librairie Fastai (voir section 2.4.1).
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2.3.3. Etape 3 : L’entrainement d’un réseau de neurones
convolutifs sur les résultats de LeafPainter

Pour entrainer I’architecture présentée dans les sections 2.3.1.3 et 2.3.2 nous avons généré, grace a
la méthode présentée section 2.2.4, 55 masques dont la répartition par classe est visible dans le
Tableau 3. On peut y voir que les classes sont réparties de fagon homogene, hormis la classe Fond
(ou fond) qui est dominante, ce qui est attendu dans un probléme de segmentation.

Le point important de cette méthode est que nous utilisons uniquement des photos de cultures pures
pour lesquelles I’espece cultivée est connue. Cette connaissance de 1’espéce permet de convertir les
masques binaires en masques multi-classes ne contenant qu’une espece, et donc d’entrainer le
modele a une tiche de segmentation multi-classes.

2.3.3.1. Redimensionnement et mini-lots

Un des facteurs importants a prendre en compte lors de modélisation par réseaux de neurones est
leur consommation de mémoire vive. Il faut tenir compte de cette limitation lors de la conception du
mode d’entrainement. Pour cela on peut jouer sur 2 parametres :

e Les dimensions des images, ou le nombre de pixels contenu dans une image. On I’exprime
sous la forme d’un produit entre le nombre de lignes et de colonnes (hauteur x largeur).
Evidemment, une image plus petite occupe moins d’espace mémoire. Nous avons donc
choisi la taille maximale, telle que I’information contenue soit toujours suffisante pour étre
facilement analysée par un ceil humain : 500x500, sachant que la taille originelle des images
était de 1600x1200.

e La taille des mini-lots, c’est-a-dire le nombre d’échantillons (d’images dans notre cas)
utilisés par itération de descente de gradient. Cela va jouer sur la vitesse du processus
d’entralnement puisque les librairies d’apprentissage profond permettent d’effectuer toutes
les opérations de fagon paralléle sur un processeur graphique (voir section 2.4.2). Cela va
aussi jouer sur la vitesse d’apprentissage en diminuant la variance des gradients de la
fonction de colit quand on augmente la taille des mini-lots (Qian & Klabjan, 2020). Nous
avons donc choisi la taille maximale des mini-lots qui pouvait étre traitée par le processeur
graphique pour cette taille d’image : 2.

La réduction de taille des images présente un autre intérét. Puisque les essais ont été réalisés sur
plusieurs espéces en méme temps, il est fréquent de voir des especes d’une parcelle déborder sur
une autre (voir Figure 8), ce qui fait que des especes différentes peuvent parfois étre présentes sur la
méme image de culture pure. Ces intrusions créent un probléme qui est que, pour de la conversion
de masques binaires en masques multi-classes, nous posons [’hypothése que tous les pixels labélisés
comme plante par LeafPainter appartiennent a la méme espece. Ensuite, nous convertissons ces
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masques binaires en masques multi-classes grace au label de la culture pure, pour ensuite entrainer
entrainer le FCNN a prédire cette espece. Les pixels appartenant a une intrusion seront dont mal
labélisés. Réduire ce phénomeéne est donc primordial pour ne pas introduire d’erreur dans son
apprentissage.

Le fait de réduire les dimensions des images en rognant les bords permet de fortement limiter ce
phénomene.

Figure 8 : Exemple d’intrusion de haricot (entouré en rouge) sur une image de culture pure de choux
cabus. Garder cette image telle quelle pour I’entrainement du FCNN aurait eu pour conséquence que
le modé¢le apprenne a identifier le haricot comme choux cabus.

Tableau 3 : Répartition des classes du jeu de données du CNN

Espeéece Nombre d’images Pourcentage de pixels total
Fond 55 45
Choux Cabu 18 13
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Choux frise 11 13

Fenouil 10 14

Haricot Nain 12 15

2.3.3.2. La fonction de cott

L’apprentissage des parameétres optimaux par un FCNN implique la minimisation d’une fonction de
cott. Pour les taches de classification, y compris la segmentation sémantique, la fonction de cofit la
plus populaire a pendant longtemps été I’entropie croisée (CE):

z ¢ Eq. 22
CE(Yn'pn) = - . lo g(pn,c) Ync q
c=

ou y, est le vecteur de classe du pixel n d’un échantillon. Il contient C éléments. C est le nombre
total de classes et ¢ une classe particuli¢re. Par exemple, si un pixel appartient a la classe 3 et qu’il y
a 4 classes au total, la valeur de y,, sera de [0,0,1,0]. p, est la prédiction du FCNN, de méme
dimension. Chaque élément de p, est la probabilité prédite que ce pixel soit de chaque classe. y, .
et py . sont respectivement les probabilités observées et prédites que le pixel appartienne a la classe
c.

La CE a le désavantage qu’elle favorise I’apprentissage des classes les plus représentées puisqu’il
ne s’agit que d’une somme sur les différentes classes prédites, sans pondération (Jadon, 2020).

Une alternative tenant compte de ce probléme est la fonction de cotit de Dice (DL), proposée pour
I’apprentissage profond par Sudre et al. (2017). Ils montrent qu’en cas de déséquilibre de classes, la
DL est au moins équivalente en termes de performance a la CE et supérieure quand le déséquilibre
est grand, méme lorsque cette dernicre est pondérée pour tenir compte de ce déséquilibre.

Z le pn,cYn,c Eq 23
Cc
Z c=1 pn,c"’)’n,c

DL(Yn’pn) =1-2

Le probléme de la DL est qu’elle a tendance a étre numériquement instable (Jadon, 2020). Ceci
s’est également manifesté dans ce travail. Pour résoudre ce probléme, Jadon (2020) a proposé
d’utiliser le Logarithme du cosinus hyperbolique de la DL (LCDL) comme nouvelle fonction de
cout :
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LCDL(yy, pn) = log (cos h(DL(yy, pn))) Eq. 24

Les résultats de ce travail sont cohérents avec Jadon (2020) puisque ’utilisation de la LCDL a bien
résolu les problémes de stabilité rencontré lors de 1’utilisation de la DL.

Une autre fonction de colt céleébre pour la segmentation d’image est la fonction de cotit focale (FL)
(Lin et al., 2017). La FL peut étre considérée comme une variation de la CE. Elle diminue la
contribution des exemples que le FCNN classifie bien avec une certitude ¢levée et permet au
modele de se concentrer davantage sur l'apprentissage des exemples difficiles. Elle fonctionne bien
pour les scénarios de classes fortement déséquilibrées.

FL(Yn' pn) = a(l- P *n)y CE(Yn' pn) Eq 25

Ou a et y sont des hyperparametres. Plus y est grand, plus le FCNN attribuera d’importance aux
pixels pour lesquels il est incertain. Lin et al. (2017) rapportent qu'une valeur de 2 mene a de
meilleurs résultats. p *, est la probabilité associée a la classe prédite pour la classe réelle. a est un
facteur de pondération de déséquilibre des classes. Il sera laissé a 1 dans ce travail.

Enfin, Wang et al. (2020) ont montré¢ que la FL est particuliérement performante lorsque le jeu de
données contient beaucoup de petits objets. La DL, elle, est particulierement efficace quand le fond
prend beaucoup de place dans le jeu de données puisqu’elle se concentre sur la région de classe
positive (les pixels Plantes dans notre cas). La FL et la DL ont donc des avantages différents. Ces
auteurs montrent que combiner la DL et la FL augmente la performance sur leur jeu de données de
facon considérable.

Cette combinaison de fonction de coit est également utilisée dans ce travail et est dénommée
fonction de colit combinée (CL). La seule différence par rapport a (Wang et al., 2020) est que, dans
ce cas, ¢’est la LCDL qui est utilisée au lieu de la DL pour sa stabilité supérieure, comme évoqué
plut tot.

CL(Yn’pn) = FL(Yn’pn) + LCDL(Yn’pn) Eq 26

2.3.3.3. Les planificateurs de parametres

Smith & Topin (2019) ont développé I’idée que les parametres initiaux ne sont généralement pas
adaptés a la tache que I’on essaye de résoudre. Par conséquent, il est dangereux de commencer
I’entrainement avec une constante d'apprentissage élevée. Ils ont congu un planificateur de
constante d'apprentissage séparé en 2 phases linéaires : une ou la constante d'apprentissage croit de
la valeur minimale a la valeur maximale (échauffement), et une ou elle décroit pour revenir a la
valeur minimale. Smith & Topin (2019) ont appelé cette combinaison d'approches "apprentissage
en un cycle".
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Ils montrent que ce planificateur permet d'utiliser une constante d'apprentissage maximale beaucoup
plus ¢élevé que les autres types de formation, ce qui présente 2 avantages :

¢ Entrainer un modéle avec des constantes d'apprentissage plus €élevées lui permet d’apprendre
plus rapidement. Smith & Topin (2019) nomment ce phénomeéne la « super-convergence ».

¢ Entrainer un modéle avec des constantes d'apprentissage plus élevées lui permet de moins
sur-ajuster (overfitting). En effet, cela permet a la descente de gradient d’éviter plus de
minima locaux.

L’explication intuitive donnée par Smith & Topin (2019) est qu’un modéele qui généralise bien est
un modele dont le gradient de la fonction de cotit est faible. Si un modéle apprend a un taux
d'apprentissage ¢levé pendant un certain temps avec de bons résultats, c’est qu’il se trouve dans une
zone de la fonction de colt de topographie homogene et plate (donc de faible gradient).

Au cours de I’apprentissage en un 1 cycle, la constante d’apprentissage va donc progressivement
croitre vers sa valeur maximale dans le but de trouver cette région de faible gradient de cofit. Puis,
la constante va diminuer progressivement afin de permettre a I’optimiseur de trouver, au sein de
cette zone de faible gradient, le point minimum.

Enfin, Smith (2018) a montré que 1’apprentissage en un cycle doit s’accompagner d’une dynamique
inverse pour les poids pondérant la moyenne mouvante exponentiellement pondérée des optimiseurs
utilisant I’inertie du gradient. Plus simplement, quand la constante d’apprentissage croit, ces poids
décroissent et inversement, toujours de facon linéaire.

2.3.3.4. Augmentation des données

Il est courant, dans I’entrainement de réseaux de neurones convolutif d utiliser un concept appelé
« I’augmentation de données ». Ce concept consiste en I’application de transformation aux images
afin d’augmenter artificiellement la richesse et la diversité du jeu de données a moindre cout. Les
augmentations utilisée dans ce travail sont illustrées Figure 9. L’augmentation de données doit étre
utilisée de fagon réfléchie. Elle ne doit pas, par exemple, mener a des formes ne représentant plus
les feuilles de fagon correctes. Par exemple, changer leurs formes ou leur couleurs de fagon non
réaliste peut dégrader la performance du modéle sur des images non augmentées.
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Figure 9 : Types d’augmentation de données utilisés. A) Image non transformée B) Rotation selon un
angle aléatoire (ici 180°). C) et D) Respectivement baisse et augmentation de la luminosité. E) et F)
Respectivement augmentation et baisse du contraste.

2.3.1. Etape 4 : Inférence sur des images de cultures
associées

Cette dernicre étape consiste simplement a utiliser le FCNN entrainé a 1’étape 3 pour inférer sur des
images de cultures associées.

|2.4. Hardware et Software

Ce travail a nécessité un recours important a des ressources soft- et hardware qui sont décrites ci-
dessous.

I 2.4.1. Software

Tous les algorithmes ont été implémentés dans le langage de programmation Python v3.8 (Van
Rossum & Drake Jr, 1994). Les modeles d’apprentissage profond ont été implémentés en pyTorch
v1.8.1 (Paszke, et al., 2019). C’est une des librairies en Python les plus célébres et les plus
recommandées pour implémenter ce type d’algorithme. Enfin, la librairie Fastai v2.5.3 (Howard &
Gugger, 2020) a été utilisée pour faciliter I'implémentation de 1’architecture. C’est une collection
d’abstractions de haut niveau basées sur la librairie pyTorch.
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I 2.4.2. Hardware

Pour entrainer I’architecture, nous avons utilisé le centre de Calcul Intensif et Stockage de Masse
(CISM) de I’Uclouvain. Le CISM fournit I’accés a plusieurs noyaux d’unités de calculs. Parmi ces
noyaux, nous avons utilisé le noyau Manneback, sur recommandation d’expert. Le processeur
graphique (GPU) utilisé est un A100-PCIE 40 Gigabytes de mémoire, de la marque Nvidia. Plus
d’information sont disponibles sur la fiche technique : https://www.nvidia.com/content/dam/en-
zz/Solutions/Data-Center/al00/pdf/A 100-PCIE-Prduct-Brief.pdf

3. Resultats

Ce chapitre aborde de fagon pragmatique les différents des différentes étapes du travail : la
segmentation binaire par apprentissage actif par LeafPainter, la segmentation multi-classe du FCNN
entrainé sur les masques de cultures pures fournis par LeafPainter et, finalement 1’inférence du
FCNN entrainé sur des images d’associations de cultures.

Tableau 4 : Score obtenus pour les différentes étapes

Etape Précision
Segmentation Binaire 84.8 %
Segmentation Multiclasses 92.16 %
sur cultures pures FCNN

|3.1. Segmentation Binaire LeafPainter

Pour rappel, la deuxieme étape de la méthode (section 2.2.4), consiste a utiliser LeafPainter pour
générer des masques de segmentation binaire par apprentissage actif. La précision obtenue apres
application du protocole (section 2.2.3) est de 84.8 %. Il est utile de préciser que le terme

« précision » utilisé ici signifie que nous avons fait le rapport entre les pixels bien classifiés et le
nombre total de pixels. Cette métrique peut s’avérer biaisée en cas de déséquilibre de classes mais,
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comme décrit section 2.2.3, ce jeu de donnée est équilibré et la précision est donc une métrique bien
représentative et facile interpréter.

Figure 10 : Exemple de 2 images particulierement difficiles du test de validation et leur segmentation
par inférence de LeafPainter. La couleur symbolise la probabilité d’appartenir a la classe « Plante ».
Bleu foncé = 1, Jaune clair = 0.5 et Rouge foncé = 0. A) La principale difficulté de cette image est
qu’elle contient 3 espéces de plantes différentes. La segmentation est assez bonne, malgré quelques
zones d’incertitude. B) Image difficile par la présence d’ombres, d’outils et de rochers. Ces derniers
ameénent un peu d’incertitude mais le résultat est bon, malgré tout.

L’intérét principal de LeafPainter est la réduction du travail nécessaire a 1’obtention de masques.
Pour quantifier le temps de ce travail, nous allons parler du temps de latence, c’est-a-dire le temps
de réentrainement additionné du temps d’inférence du modele, et du temps d’annotation qui est la
somme des temps de sélection des zones de I’image et de latence. Le temps d’annotation dépend de
deux facteurs :

e La complexité de I’image, qui est d’autant plus importante que I’image contiendra des zone
sombres, éléments étrangers (outils, etc.), ou encore des especes différentes. Plus celle-ci
est grande, plus une image prend d’itérations a annoter, pour un méme stade d’entrainement
des GBDT.

e Le stade d’entrainement du GBDT. Plus les GBDT auront été entrainés sur un grand
nombre de pixels, moins il y aura de corrections a faire, mais plus le temps de latence sera
grand.
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Le score de 84,8% de précision a été obtenu en annotant 10 millions de pixels. Le temps de latence
a ce niveau était d’environ 2 minutes. Lorsqu’on débute une nouvelle phase, avec un jeu de données
vierge, le temps de latence est d’environ 3 secondes. Ceci fait donc un temps moyen de latence
d’environ une minute, par nouvelle correction, pour la tiche compléte. Ceci dépendant évidemment
du matériel informatique de 1’utilisateur.

En ajoutant a cela le temps moyen de sélection des zones, de I’ordre de 20 secondes, en fonction de
la complexité des images, nous arrivons a un temps d’annotation moyen de 2 minutes et 30
secondes par image, en sachant que quand 10 millions de pixels ont été annotés, I’inférence a pu
étre réalisée sur tout le reste des images, sans travail supplémentaire.

3.2. Segmentation Multi-Classes

3.2.1. Cultures pures

L’étape 3, décrite section 2.3.3 consiste a utiliser des masques générés par LeafPainter pour
entrainer un FCNN a reconnaitre 1’espéce présente sur les images de cultures pures. Comme
métrique d’évaluation, pour le choix du mode¢le, nous avons utilisé la « précision d’avant-plan »,
c’est-a-dire la précision calculée uniquement sur les pixels appartenant a une des classes de plante
et pas sur les pixels de fond. Cela permet d’utiliser une métrique facile a interpréter, sans le biais
induit par le fait que la majorité des pixels soient du fond.

La précision d’avant plan ainsi obtenue sur le set de validation est de 92.16 %.

11 faut toutefois se méfier de ce nombre qui mesure a quel point les prédictions du modele sont
similaires aux masques fournis par LeafPainter. Ces derniers n’étant pas parfaits, la meilleure
précision possible n’est pas de 100% puisque cela reviendrait a reproduire les erreurs de
LeafPainter. De plus, nous avons observé que le modele est capable de fournir des prédictions de
qualité supérieure aux masques sur lesquels il a été entrainé. La Figure 11 illustre bien ce
phénomene : le FCNN est parvenu a corriger le masque d’entrainement. Bien que la prédiction du
FCNN soit différente du masque, et tire donc la précision vers le bas, cette prédiction est
pratiquement parfaite.

Un autre exemple d’évaluation quantitative difficile se présente lorsqu’il reste des inclusions de
parcelles voisines au sein d’une image de culture pure. En effet, méme si le FCNN identifie
correctement 1’espéce intrue, le masque fourni reste un masque de culture pure et va considérer
I’intru comme faisant partie de I’espéce pure en question. Donc si le FCNN identifie correctement
I’intru, la métrique d’évaluation va étre sous-évaluée, tandis que s’il I’identifie comme faisant partie
de la méme espece que la culture pure, la métrique va étre surévaluée. Cet exemple est illustré sur la
Figure 12
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Figure 11 : Image du set de validation d'une culture pure de choux cabus. A) Photo de la parcelle. B)
Segmentation binaire réalisée par LeafPainter. On voit que certaines zones sont segmentées de
maniére éparse. Particulierement dans les zones d’ombres, comme dans le cercle noir. C) Prédiction
par le FCNN. On voit que les zones segmentées sont des zones compacte, ce qui permet de s’affranchir
des zones de segmentations éparses. La prédiction est ici visuellement de meilleure qualité que le
masque, ce qui implique que I’interprétation de la métrique d’évaluation sera biaisée.

Haricot
Fenouil
Chou
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Cabu
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Figure 12 : Culture pure de fenouil avec intrusion de chou cabu. A) Image catégorisée comme culture
pure de Fenouil avec une intrusion de chou cabu dans le cercle noir. B) Labélisation par LeafPainter.
Comme attendu, ’intrusion de chou cabu est labélisée comme fenouil. C) L’intrusion est correctement
reconnue comme chou cabu par le FCNN. Cela a pour conséquence de baisser la métrique
d’évaluation, a tort.

Il est également intéressant d’analyser les types d’erreurs ayant ét¢ commises par le FCNN. Pour
cela nous avons réalisé une matrice de confusion (voir Figure 13). Celle-ci nous indique que la
plupart des erreurs proviennent de la classe du fond. Comme illustré sur la Figure 11, ceci peut
s’expliquer par le fait que LeafPainter fournit des résultats contenant une segmentation éparse avec
beaucoup de pixels de sols isolés labelisés comme plante. Comme mentionné plus tot, la bonne
identification de ces pixels comme pixels de fond par le FCNN a pour conséquence de faire baisser
la précision pour cette classe de fagon erronée. On constate aussi sur la Figure 13 qu’il ne semble
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pas y avoir de confusion particuliére entre espece. La confusion la plus forte est entre les haricots
nains et les choux cabus, de 1’ordre de 2%.

BG - 5 0.013 0.037 0.061 0.026
cc 0 0.0097 0.00031 0.022

CF : : 0.0038  0.0019

Classe Entrainement

FE : 0.002  0.00021

HN : 0.005  0.0044 1.1e-05

1
e cC cs 32 P\
Classe Prédite

Figure 13 : Matrice de confusion du set de validation du FCNN. Les valeurs sont le pourcentage de
pixels totaux du jeu de données de validation qui ont été prédits a une intersection donnée.

3.2.2. Cultures associées

L’étape 4 consiste a finalement utiliser le FCNN entrainé pour segmenter des images de cultures
associées. Elle constitue I’étape final de ce travail.

Comme montré sur la Figure 14, la segmentation est bonne dans les différentes combinaisons
d’associations, méme lorsqu’on observe un grand enchevétrement des plantes. Ceci est un résultat
trés positif car on aurait pu craindre, vu I’entrainement en culture pure, que le modele ne soit
capable de reconnaitre une espece que lorsqu’elle est majoritaire sur la photo.
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Figure 14 : Exemple de différentes combinaisons d’associations de cultures. A) Association de fenouil
et de haricot. La segmentation est bien réalisée malgré le fait que les plantes soient trés enchevétrées.
B) Association de fenouil et de chou cabus. Hormis quelques erreurs mineures, la segmentation est
bien réalisée. C) Association de haricot et de fenouil. La segmentation est bonne malgré
I’enchevétrement des plantes. D) Association de chou cabu et de chou frisé. Encore une fois la
segmentation est bonne malgré un grand enchevétrement entre les plantes.

3.2.2.1. Analyse de I’erreur

Encore une fois, le point faible de la méthode pour cette étape est la difficulté d’en avoir une
¢valuation quantitative précise. En effet, I'intérét est d’utiliser des données plus faciles a annoter
pour inférer sur des données pour lesquelles cette annotation serait beaucoup trop laborieuse. La
conséquence est que nous n’avons donc pas de point de comparaison parfait. Toutefois il est
possible d’analyser qualitativement les erreurs faites et d’en tirer des généralités.

Tout d’abord, nous pensons que les erreurs sur les images de canopées associées apparaissent dans
les mémes circonstances que celles qui arrivent en cultures pures. Par exemple, la Figure 15 illustre
bien le fait que lorsque les feuilles de choux cabus sont déchirées ou trouées, le mod¢le a tendance a
confondre leurs extrémités par du haricot, que ce soit en culture pure, ou en association. Un autre
exemple, illustré Figure 16, est la difficulté particuliere qu’a le modele a reconnaitre les haricots
lorsqu’ils sont ombragés. Encore une fois cette difficulté est présente tant en associations de
cultures qu’en culture pure, sans différence entre les deux. Il est également utile de remarquer que
dans les deux exemples cités la confusion survient entre choux cabus et haricot, ce qui est cohérent
avec I’analyse de I’erreur faite par la matrice de confusion a la Figure 13. Celle-ci indiquait bien
que la majorité de la confusion entre especes survenait entre choux cabus et haricots.

Le point principal de ces exemples et du paragraphe précédent est que méme s’il est tres difficile
d’évaluer quantitativement la performance de la segmentation en culture associée, celle-ci semble
visuellement trés corrélée a la performance de la segmentation en culture pure. Le modéle commet
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des erreurs similaires sur les deux jeux de données et performe bien dans les cas similaires. Cela
permet de poser I’hypothese que la performance de la segmentation en culture pure, qui elle est
quantifiable, est un bon proxy pour quantifier la performance de la segmentation en culture
associée.

Haricot

Fenouil

Chou
Frisé

Chou
Cabu

Fond

Figure 15 : Comparaison d’erreur du FCNN entre cultures pures et associées pour le chou cabu. A)
Culture pure de choux cabu, on remarque que quand les feuilles sont déchirées/froissées, le FCNN a
tendance a confondre leurs extrémités avec du haricot. B) Association de cultures de choux cabu /
fenouil. On remarque la méme chose : les feuilles abimées sont confondues avec du haricot.
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Figure 16 : Comparaison de I’erreur du FCNN associée aux haricots ombragés, en culture pure et
associée. A) Culture pure : ’ombre crée une confusion entre haricots, choux cabus et fond. B) Culture
associée de haricots et de choux frisés : ’ombre crée une confusion et le haricot n’est plus bien
identifié non plus.

11 existe cependant un type d’erreur inhérent a la culture associée. Le fenouil a pour caractéristique
particuliere d’avoir des feuilles extrémement fines. Ceci lui donne une apparence légerement
transparente. Cela implique que lorsqu’il est en culture associée, il arrive fréquemment qu’il soit au-
dessus d’une autre espéce et qu’on puisse voir une autre espece au travers. Cela fait émerger de
nouveaux types de textures, par exemple, comme sur la Figure 17, ou voir une feuille de haricot au
travers d’un fenouil lui donne un aspect plus granuleux, ce que le modele peut confondre avec du
chou frisé.
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Figure 17 : Image d’une culture associée de haricot et de fenouil. On y voit, sur le contour de la zone
de fenouil, 1a ou celui-ci est le plus fin, une confusion claire entre le haricot vu au travers du fenouil et
le chou frisé. Ceci est probablement dii a la texture granuleuse que le fenouil donne aux feuilles de
haricot vues a son travers.

Enfin, ’autre grand type d’erreur inhérent a 1’association de culture est un petit peu plus subtil. Pour
la comprendre il faut se souvenir que le FCNN utilisé pour I’inférence a été entrainé sur des images
ne contenant qu’une espece a la fois. Or, une des caractéristiques dont se servent les FCNN pour
classifier les pixels est leur contexte. Il est donc possible et attendu que le FCNN aie appris a
prédire de fagon différente la classe d’un pixel en fonction des classes des autres pixels déja
présents. Comme il a ét¢ habitué a ne voir qu’une classe par image, il est possible que le FCNN aie
construit une trop grande corrélation spatiale amenant parfois trop de prédictions d’'une méme
classe. Par exemple si le FCNN voit du haricot dont il est certain de la classe, il est probable que
les prédictions pour les pixels incertains soient tirées vers la classe haricot. Ce cas est illustré sur la
Figure 18 ou une grosse confusion est observée entre haricots et choux cabus, sur une image ou il y
a dominance de choux cabus. En prenant une image similaire ou il y a cette fois dominance de
choux frisé, ce type de confusion disparait. On 1’a déja vu précédemment, la confusion entre
haricots et choux cabus est la plus grande. Il ne serait donc pas étonnant qu’elle soit exacerbée par
ce phénomene.

En effet, Les images de la Figure 18 sont tres similaires entre elles, la différence entre-elles étant la
présence de choux cabus. Ayant connaissance des possibles difficulté que peut éprouver le FCNN a
différencier les haricots des choux cabus, on peut raisonnablement croire que la prédiction de
I’espéce d’un pixel peut dépendre des autres espéces en présence. Ceci peut étre un indicateur d’un
biais créé par le fait que le réseau n’ait été entrainé que sur des images de cultures pures.
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Figure 18 : Comparaison de 2 images de culture associées avec intrusion de haricots dans le cercle
jaune. A) Culture associée de choux cabus et de fenouil. On remarque la grande confusion qu’il y a
entre ’intrusion de haricots et le chou cabu. B) Culture associée de choux frisés et de fenouil. Cette
fois-ci les haricots sont correctement identifiés. Les images étant trés similaires, la différence entre-
elles étant la présence de choux cabus et ayant connaissance des possibles difficulté que peut éprouver
le FCNN a différencier ces 2 espéces, on peut raisonnablement croire que la prédiction de ’espéce
d’un pixel peut dépendre des autres espéces en présence.

3.2.2.2. Utilisation de la certitude

Bien qu’il soit impossible de quantifier la qualité des prédictions du mode¢le sur les cultures
associées, il est possible de leur attribuer un score de confiance. En effet, nous avons constaté qu’il
existe une corrélation entre I’incertitude du modele et la justesse de la prédiction. Par incertitude, on
entend la probabilité associée a la classe prédite. Plus celle-ci est proche de 1, plus on peut
considérer que le modele est « str de Iui ». Voir Figure 19.

Puisqu’il existe un lien entre cette certitude et la justesse, il est possible d’identifier les images

« probablement mal segmentées » en triant les résultats par ordre de certitude croissant. Cette
certitude peut obtenue en sommant les probabilités associées aux prédictions de I’ensemble des
pixels que I’on divisera ensuite par le nombre total de pixels de I’image. On obtiendra ainsi un score
de certitude entre 0.2 et 1. En effet, la probabilité minimale d’une prédiction est strictement
supérieure a 0.2 car il y a 5 classes possibles.
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L’utilisateur peut donc décider de regarder les images ayant les plus faibles scores de certitude pour

identifier les types d’erreurs que le modéle commet et agir en conséquence. Il pourrait également
décider de ne garder que les images qui ont une certitude au-dela d’un certain seuil pour ses
analyses.

0.9
0.8
0.7

0.6

Figure 19 : Illustration de la corrélation entre erreur et incertitude. A) Culture pure de haricot. Les
zones entourées en jaune sont des exemples de zones ou le modele s’est trompé. B) Prédictions du

modéle. C) Probabilité que le modéle associe a la prédiction. On constate clairement que les zone ou le

modéle se trompe sont associée a une faible probabilité. Autrement dit, 2 une grande incertitude. D)
Culture associée de haricot et de fenouil. E) la prédiction, pratiquement parfaite. F) Probabilité de
prédiction, on voit que le modéle associe partout une haute probabilité a ses prédictions, hormis aux
zones frontieres entre 2 classes. Ceci est attendu car les frontiéres sont naturellement plus difficiles a
identifier précisément.
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4. Discussion

Nous avons montré dans ce travail que la segmentation d’images d’associations de cultures était
possible sans avoir la contrainte du travail d’annotation trés complexe et trés couteux qu’il aurait
impliqué. L’alternative proposée consiste a annoter des images de cultures pures, pour apprendre a
un FCNN a les segmenter, puis d’utiliser ce FCNN entrainé pour inférer sur des images de cultures
associées. Il en résulte un gain de temps important car les images de cultures pures sont plus
simples et moins couteuses a annoter.

Au travers de ces résultats, la méthode proposée semble fonctionner : Il est possible segmenter des
images de cultures associées avec un FCNN sans avoir a lui fournir des masques d’associations de
cultures segmentées, des masques de cultures pures suffisent. De plus, il n’est pas nécessaire
d’annoter de fagon exhaustive manuellement.

4.1. Segmentation Binaire LeafPainter

L’apprentissage actif a montré son potentiel de réduction du temps d’annotation, puisque le résultat
d’approximativement une minute et 30 secondes par image (voir section 3.1) est une grande
avancée par rapport au temps d’annotation de 10h par image rapporté par Fuentes-Pacheco et al.
(2019). Le temps d’annotation est un parametre que peu d’auteurs rapportent alors qu’il est crucial,
puisqu’il est I’intérét principal des méthodes d’active learning. Par exemple, Sheikh et al. (2020)
comparent différentes méthodes d’apprentissage actif mais ne les évaluent que sur base du nombre
d’échantillon nécessaires d’entrainement pour arriver a une méme performance, sans parler du
temps nécessaire pour traiter ces échantillons. Méme si la quantité de données nécessaires pour un
entrainement est é¢galement un parameétre intéressant a minimiser, il ne faut pas perdre de vue que
I’objectif essentiel est de minimiser le temps de travail. Il sera certainement toujours plus
intéressant d’avoir, pour une méme performance, un jeu de données volumineux mais rapide a créer
qu’un jeu de données léger mais couteux en termes de temps pour le générer, comme c’est le cas
pour les jeux de données synthétiques. Sayez & De Vleeschouwer (2022) arrivent également a cette
conclusion, en montrant qu’une annotation grossiere peut requérir jusqu’a 10 fois moins de temps
qu’une annotation de grande qualité pour parvenir & une méme performance.

Il parait donc, encore une fois, crucial que les travaux qui étudient ce probléme rapportent
¢galement I’efficacité temporelle de leur méthode. L utilisation d’un jeu de données commun,
d’images de cultures, dédié a I’évaluation de I’efficacité temporelle de méthodes d’annotation serait
idéal afin d’avoir des comparaisons justes.

En ce qui concerne LeafPainter, de futurs travaux pourraient évaluer sa performance sur d’autres
jeux de données qui ont pour objet la segmentation de plantes. Il est également important de
préciser que LeafPainter n’est, par essence, pas li¢ a la segmentation de plantes et il serait aisé de
I’adapter a d’autres domaines, ce que de futurs travaux pourraient également étudier.
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4.2. Segmentation Multi-Classes

4.2.1. Cultures pures

La stratégie consistant a utiliser des masques fournis par LeafPainter pour entrainer un FCNN a
segmenter des images de cultures pures en fonction de leurs espéces s’est avérée un bon choix.
C’est un résultat attendu puisque I’apprentissage de la tache correspond aux données fournies. Ce
qui est plus intéressant c’est que, comme expliqué section 3.2.1 et illustré Figure 11, le FCNN
parvient a améliorer les masques de LeafPainter. Ceci a plusieurs implications.

D’abord, le fait que les masques ne soient pas parfaits complexifie I’analyse quantitative de la
performance. En effet, comme mentionné section 3.2.1, une précision de 100% indiquerait une
reproduction des erreurs de LeafPainter. Cela rend la méthode difficilement évaluable et
comparable, du point de vue de la performance. D’autant plus qu’historiquement, les progres
algorithmiques en apprentissage profond sont souvent trés 1égers en termes, par exemple de
précision, souvent de I’ordre quelques pourcents (Liu et al., 2022 ; Yu et al., 2018). Cet ordre de
grandeur n’est probablement pas significatif lorsque les données d’entrainement sont imparfaites et
il est donc difficile d’identifier les parametres amenant des petits gains de performance.

Le méme souci est observé pour la procédure d’entrainement. Il est commun, en apprentissage
profond, d’arréter I’entrainement de son mode¢le manuellement lorsqu’on observe que la fonction de
cout appliquée aux données de validation atteint son minimum. Cela permet d’éviter le sur-
apprentissage (Ying, 2019). Ceci n’est pas forcément pertinent dans notre cas puisque ce minimum
pourrait représenter la meilleure copie des erreurs de LeafPainter. Il est donc important d’avoir un
apercu qualitatif des prédictions sur les jeux de données d’entrainement et de validation en les
visualisant tout au long de la phase d’apprentissage. Cela rend cette méthode moins automatique et
rend la phase d’entrainement non triviale, par rapport a un entrainement sur un jeu de données
parfait.

Ensuite, le fait que le FCNN soit capable d’améliorer les masques est cohérent avec Zhang et al.
(2018), qui ont observé la faculté des réseaux de neurones a régulariser des annotations imparfaites
et avec Sayez & De Vleeschouwer (2022), puisque cette amélioration montre que les annotations
n’ont pas besoin d’étre parfaites pour avoir d’excellents résultats. Ce type d’analyse est plutot rare
dans la littérature et de futurs travaux pourraient en étudier plusieurs aspects :

e réaliser une comparaison entre les masques imparfaits et masques parfaits pour mesurer a
quel point le FCNN peut améliorer la qualité des masques ;

e ¢tudier le type éventuel d’erreur qui subsiste pour permettre de vérifier si les masques
peuvent étre imparfaits de n’importe quelle facon ou si I’erreur résiduelle pourrait étre
corrélée au type d’imperfection des masques ;

e mesurer a quel point les masques peuvent étre imparfaits pour arriver a une méme
performance. Cela permettrait d’avoir une idée du niveau de qualité requis pour une
performance donnée et donc de pouvoir prendre une décision informée quant au temps
investi par image en fonction du résultat souhaité.
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4.2.2. Cultures Associées

Enfin, I'utilisation du FCNN entrainé sur images de cultures pures pour inférer sur des images de
cultures associées permet d’obtenir une segmentation multi-espéce de qualité. Le FCNN arrive a
généraliser son apprentissage a reconnaitre des espeéces uniques par image vers des images plus
complexes ou les plantes peuvent étre enchevétrées. Cela montre que la méthode proposée répond
bien a la problématique de départ et qu’il est possible de s’affranchir de la plupart du travail
d’annotation, inhérent a I’apprentissage supervisé pour segmenter de fagon sémantique des images
d’associations de cultures. De plus, cette tiche ne nécessite que du travail sur des images de cultures
pures, bien plus faciles a obtenir. En effet, si la tache avait da étre réalisée de fagon classique, c’est-
a-dire en labelisant des images d’associations de culture, elle aurait été non seulement plus longue
par la difficulté d’annotation de ces images, mais il aurait également été bien plus couteux d’obtenir
suffisamment d’images puisque le nombre de combinaisons d’associations possible croit de maniére
factorielle avec le nombre d’espéces.

11 faut toutefois admettre que cette méthode apporte quelques difficultés a prendre en compte.

Tout d’abord, la non quantifiabilité de la performance sur les associations de culture est
problématique puisqu’il n’est pas possible de connaitre de fagon triviale la performance du modele
sur les cultures associées. Seule une évaluation qualitative est possible et prend donc un peu plus de
temps, puisqu’il faudra visualiser les résultats. De plus, identifier des récurrences dans les erreurs, et
ainsi pouvoir les corriger, va requérir connaissance expertise et exploration du jeu de donnée afin
d’identifier de potentielles récurrences dans 1’erreur pour pouvoir la corriger.

11 est toutefois, comme montré section 3.2.2.1, possible de connaitre a priori le type d’erreur qui
sera commise en regardant les erreurs sur les images de cultures pures qui ont servi a I’entrainement
et a la validation du FCNN. Cela permet de fournir au FCNN des images de cultures pures
présentant les caractéristiques ayant causé I’erreur et d’ainsi étre relativement confiant quant a la
robustesse du FCNN a ce type d’erreur. Par exemple pour I’erreur illustrée Figure 15, il devrait
suffire d’ajouter au set d’entrainement des images de choux cabus présentant ces caractéristiques.
De la méme fagon, pour I’image Figure 16, en ajoutant des images ombragées de haricot au set
d’entrainement, I’erreur devrait étre résolue pour les images d’associations de cultures également.

Il reste cependant un type d’erreur plus difficiles a prévoir, celles inhérentes a la complexité
émergente amenée par 1’association de culture. Les cas de ce genre rencontrés dans ce travail sont
illustrés Figure 17 et Figure 18. Parmi ces cas, il y a les prévisibles et les plus difficile a prévoir. Par
exemple, I’erreur causée par la transparence du fenouil est une erreur qui ne se reproduira que dans
le cas de présence d’une autre espéce ayant un aspect transparent, est donc assez difficile a prévoir,
puisqu’elle est inhérente aux données et pas a la méthode. En revanche, I’erreur illustrée a la Figure
18 causée par une probable corrélation spatiale trop grande induite par 1’entrainement en culture
pure uniquement est prévisible, puisque directement li¢ a la méthode et cohérente avec la matrice de
confusion Figure 13. Ce type d’erreur est donc prévisible et potentiellement évitable. Une solution
pourrait étre d’entrainer le modele, non pas sur des images entiéres mais sur des mosaiques
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d’images de cultures pures afin de, déja au cours de cette étape, forcer le modele a reconnaitre
plusieurs especes par images.

Nous avons également montré qu’il était possible d’identifier les images pour lesquelles le risque
d’erreur était grand en utilisant la certitude du modéle. Cela peut permettre d’avoir une évaluation
probabilistique la performance qui permet d’attribuer un risque d’erreur aux analyses réalisées en
aval de la segmentation ou encore de pouvoir identifier plus facilement les images présentant une
erreur et de commencer 1’analyse de 1’erreur, comme expliqué plus tot. Une fois des récurrences ou
des patterns identifiés, I’utilisateur peut vérifier si ces patterns se répetent dans les images
présentant une certitude élevée.

On voit donc que le prix a payer pour la réduction du travail manuel d’annotation se traduit par
deux nouvelles contraintes :

e Une évaluation plus compliquée de la performance. On peut toutefois se servir de la
performance sur les cultures pures comme proxy raisonnable, comme discuté section
3.2.2.1.

e Une nouvelle source d’erreur, due a 1’association.

Enfin, pouvoir obtenir ce type de masques a cout plus faible devrait permettre d’étudier plus
facilement et plus rapidement les dynamiques spatio-temporelles d’évolution de la superficie des
canopées, comme cela a été réalisé par Chevalier (2022), en partie grace a cette méthode. Cela
pourrait également aider de futurs travaux a accroitre la vitesse de production de leurs données et
ainsi permettre a toute la communauté scientifique de disposer de plus d’images segmentées
d’associations de culture et d’accélérer I’acquisition de nouvelles connaissances sur les mécanismes
complexes conditionnant le succeés ou non d’une association.
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5. Conclusion

Nous avons montré dans ce travail que la segmentation d’images d’associations de cultures était
possible sans avoir la contrainte du travail d’annotation trés complexe et tres coliteux qu’il aurait
impliqué. L’alternative proposée consiste a annoter des images de cultures pures, pour apprendre a
un FCNN a les segmenter, puis d’utiliser ce FCNN entrainé pour inférer sur des images de cultures
associées. Il en résulte un gain de temps important car les images de cultures pures sont plus
simples et moins couteuses a annoter.

Nous avons également présenté une méthode d’annotation pour images en culture pure a base de
GBDT, nommée LeafPainter, ne nécessitant en moyenne qu’un travail de deux minutes et 30
secondes par image, ce qui est un gain de temps significatif par rapport au méthodes existantes.
Nous avons également montré que, méme si les annotations renvoyées par LeafPainter n’étaient pas
parfaites, le FCNN est quand méme capable d’apprendre la segmentation et méme d’améliorer les
masques sur lesquels il s’en entrainé.

Enfin, nous avons identifié les limitations et inconvénients de cette méthode, a savoir la difficulté
d’évaluation quantitative de sa performance, par I’absence de masques de référence. Toutefois, cet
inconvénient peut €tre limité puisque nous avons vu qu’une partie de I’erreur est identique a celle
du jeu de données d’entrainement contenant les images de cultures pures et 1’utilisation de I’erreur
de validation en culture pure comme approximation de I’erreur de prédiction sur les images de
cultures associées a du sens. Il existe toutefois un type d’erreur inhérent a I’association requérant
expertise et réflexion pour étre corrigée, telle que la corrélation spatiale induite par 1’entrainement
en culture pure.
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6. ANNEXES

I 6.1.Indices de couleurs principaux

L’indice de différence normalisée (NDI)

Développé par (Woebbecke, Meyer, Von Bargen, & Mortensen, Plant species identification,
size, and enumeration using machine vision techniques on near-binary images, 1993) cet
indice transforme les valeurs des pixels en valeurs entre —1 et +1. Puis, pour avoir des valeurs
entre 0 et 255, l'indice est traité en ajoutant 1 puis est multiplié par 128. Sa formule est la
suivante :

B G—-R Eq.1
NDI—128*<G+R+1>

Son intérét est de profiter des propriétés de réflectance des plantes qui, en reégle générale,
absorbent beaucoup dans le rouge et réfléchissent beaucoup dans le vert (Knipling, 1970).

Indice d’excédent vert (ExG)

Cet indice a été développé par (Woebbecke, Meyer, Von Bargen, & Mortensen, 1995). en
utilisant des coordonnées chromatiques et une teinte (HUE ???) modifiée pour distinguer la
plante du sol. L’indice final a pour formule :

ExG=2g—-1r—-b Eq. 2

Our, g et b sont les coordonnées chromatiques, calculée comme suit :

R’ G B Eq.3

= , = - , b:—
" (R*+ G* + BY) g (R*+ G* + BY) (R*+ G* + BY)

ou R*, G* et B" sont les valeurs RGB normalisées comprises entre 0 et 1, et sont calculés
comme suit :

R G B Eq. 4
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L'indice ExG est I’un des indice les plus utilisé et a montré de trés bon résultats pour
distinguer les plantes de leur environnement (Guerrero, Pajares, Montalvo, Romeo, &
Guijarro, 2012).

Indice d’excédent rouge (ExR)

(Meyer, Hindman, & Laksmi, 1999) Ont créé cet indice en s’inspirant de la distribution des
cones dans la rétine humaine (4% de bleu, 32% de vert et 64% de rouge) pour développer cet
indice. Il est défini comme suit :

ExR=13R — G Eq.5

Malgré des performances satisfaisantes, (Meyer, Hindman, & Laksmi, 1999) ont montré qu’il
n’était pas aussi performant que le ExG.

Indice de couleur de l'extraction de la végétation (CIVE)

Proposé par (Kataoka, Kaneko, Okamoto, & Hata, 2003), Cette méthode a été élaborée dans
le but de séparer les plantes vertes du sol afin de pouvoir analyser la croissance de cultures de
betteraves et de haricot. La formule du CIVE est la suivante :

CIVE = 0.441R — 0.811G + 0.385B + 18.78745 Eq. 6

Kataoka et al. ont constaté que le CIVE segmente les plantes de fagon plus précise que la
méthode proche infrarouge (NIR) car il met, d’aprés eux, davantage 1'accent sur les corps
verts.

Indice d’excédent verts moins I’indice d’excédent rouge (ExGR)

Cette méthode a été introduite par (Meyer G. E., Neto, Jones, & Hindman, 2004) et combine
2 indices de couleur, (ExG) et (ExR), abrodés précédement. Ces 2 indices ont appliquées
simultanément pour séparer les plantes de I’environnement : ExG pour extraire la plante et
ExR pour éliminer le bruit de fond (sol et résidus) ou des matériaux similaires aux plantes
d’intérét (tiges, branches ou pétioles) peuvent exister. La formule du ExGR est définie
comme suit :

ExGR = ExG — ExR Eq.7
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Indice vegeétatif (VEQG)

Cet indice, proposé par (Hague, Tillett, & Wheeler, 2006) pour séparer les pixels de plantes
(céréales et mauvaises herbes) des pixels de sol. L'étude a été menée en conditions
extérieures. Pour réaliser la segmentation, une image RGB a été convertie, comme pour les
indices précédents, en niveaux de gris a l'aide de la formule suivante :

VEG = pris Eq.8

Ou a est une constante de valeur 0.667. Les auteurs ont constaté que cette transformation
permet d’avoir un bon contraste entre la plante et le sol. Un avantage de celle-ci est qu’elle
est robuste au changement d'éclairage, caractéristique indispensable pour étre utilisable en
condition extérieures.

Indices Combinés 1 (COMI)

(Guijarro, et al., Automatic segmentation of relevant textures in agricultural images, 2011)
ont sélectionné 4 indices précédemment abordés, ExG, CIVE, ExGR et VEG. 1l les ont
ensuite appliqués simultanément plutot qu'individuellement pour tenter d’améliorer la qualité
de la segmentation :

COM1 = ExGR + ExG + CIVE +VEG Eq.9
Les auteurs ont montré que I’indice combiné donnait de meilleurs résultats que les indices
utilisés individuellement. La méthode a été testée dans des champs d'orge et de mais et a

démontr¢ étre stable méme avec des conditions d'éclairage variable, dans des environnements
extérieurs.

Indice d’excédent vert modifi¢ (MExQG)

L'indice d'excédent vert modifié a été développé par (Guijarro, et al., 2011) et est défini
comme suit :

CIVE =1.262G — 0.884R + 0.311B Eq. 10
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La discrimination entre la plante et son environnement par indice MExG a présenté une
grande robustesse aux conditions d'éclairage changeantes, encore meilleure qu’avec le ExG
dont il est inspir¢.

Indices Combinés 2 (COM2)

Cet indice, introduit par (Guerrero, Pajares, Montalvo, Romeo, & Guijarro, 2012), et est
similaire au COMI car il combine également plusieurs indices de couleur : ExG, CIVE et
VEG. Il a été construit en par moyenne pondérée de ces trois indices, la somme des poids
valant 1. Sa formule est :

COM2 =0.36 ExG +0.47 CIVE + 0.17VEG Eq. 11
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Segmentation sémantique faiblement
supervisée de canopées multi-espéces a l'aide d'apprentissage actif et de
réseaux de neurones entierement convolutifs

Présenté par Charles Rongione

Le suivi des caractéristiques écophysiologiques des canopées multi-espéces est essentiel pour
comprendre comment diverses espéces végétales poussent et interagissent ensemble et pour
développer des pratiques agro-écologiques. Le suivi basé sur I'image est devenu de plus en plus
populaire en raison d’un exellent rapport information/cott. La segmentation sémantique a montré
un grand potentiel pour l'analyse des images de canopées et a déja été appliquée dans un large
éventail de taches, telles que le phénotypage, la différenciation des mauvaises herbes et des
cultures ou le comptage des feuilles. Cependant, elle souffre toujours d'un important goulot
d'étranglement : I'acquisition de masques de segmentation. L'obtention de masques adéquats est
une tache fastidieuse qui rend souvent la segmentation d'images impraticable. La majorité des
travaux réalisés pour réduire l'inefficacité du processus d'annotation ont été effectués sur des
images de monoculture provenant de champs homogenes. Bien qu'elles soient efficaces pour de
telles images, la plupart des méthodes proposées perdent une grande partie de leurs performances
lorsqu'elles sont appliquées a des couverts hétérogenes. Par conséquent, ces méthodes ne sont pas
transférables a des parcelles de culture multi-espéces.

Dans ce travail, nous présentons une méthode d'apprentissage actif basée sur des arbres de
décision boostés par gradient qui permet d'obtenir des masques de segmentation binaire
plante/fond de haute qualité en quelques minutes en annotant seulement de petites régions des
images, méme sur des images de cultures mixtes trés diverses. Nous montrons ensuite qu'un
réseau de neurones entierement convolutif entrainé avec les masques généres par cette méthode
sur des images de monoculture peut étre généralisé aux images de cultures mixtes et classer de
maniére robuste chaque pixel de plante selon son espece. Cette approche réduit considérablement
la quantité de travail humain nécessaire pour segmenter sémantiquement les images de cultures
mixtes, passant de plusieurs heures & quelques minutes par image, et facilite donc grandement
I'étude des caractéristiques éco-physiologiques des couverts végétaux multi-especes.

Nous réalisons également une analyse rigoureuse des limitations associées a cette méthodes et
proposons des pistes d’amélioration de la méthode, ainsi que des directions vers lesquelles la
future recherche en facilitation de la segmentation sémantique appliquée aux cultures pourrait
s’orienter.
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